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Resum

Aquest treball de màster se centra en la utilització de tècniques d’aprenentatge profund
en visió per ordinador per a la classificació del sexe i de l’exemplar concret de trencalòs
a partir d’imatges. Amb el creixent accés a grans volums de dades visuals i els avenços
en xarxes neuronals convolucionals, aquest projecte explora noves vies per a la identifi-
cació i classificació automàtica d’ocells, una tasca crucial en camps com la biologia de la
conservació i l’ornitologia.

Mitjançant la recopilació i l’etiquetatge de conjunts de dades d’imatges, proporcionades
principalment per Naturfer Pirineus, S.L. i capturades per experts com Sam Balash i Eloi
Bautista, s’entrena un model de xarxa neuronal convolucional per determinar de manera
precisa el sexe i l’individu dins de l’espècie estudiada. A més, s’analitza la revisió detallada
de les metodologies d’aprenentatge profund aplicades a la visió per ordinador, l’equilibri
de les dades, la optimització dels hiperparàmetres, i la validació dels models.

Els resultats anticipen un augment significatiu en la capacitat per diferenciar carac-
teŕıstiques subtils en imatges d’ocells, oferint aix́ı noves perspectives per a la investigació
biològica i la conservació del medi natural.
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Vull començar agräınt molt especialment a Josep Suy, que ha sigut el meu tutor en aquest
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2.1 Introducció a l’estat de l’art . . . . . . . . . . . . . . . . . . . . . . . . . . 1
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en els directoris de ’mascles’ i ’femelles’. . . . . . . . . . . . . . . . . . . . 23
9 Mostres d’imatges de la categoria ”Femelles” amb indicació del nombre
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lectura de dades des d’un arxiu CSV. . . . . . . . . . . . . . . . . . . . . . 24
11 Processament de dades mostrant la divisió entre conjunts d’entrenament i
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amb la predicció. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50
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1 Introducció

En el marc de la biologia de la conservació, la correcta identificació dels individus d’una
espècie és crucial per a la implementació de mesures efectives de gestió i conservació.
Tradicionalment, aquesta tasca s’ha dut a terme manualment per experts, un procés que
no només és laboriós i costós sinó també susceptible a l’error humà. Aquest treball de
màster es centra en la utilització de tècniques d’aprenentatge profund, espećıficament en
el camp de la visió per ordinador, per a la classificació automàtica del sexe i de l’exemplar
concret d’ocells de l’espècie trencalòs a partir d’imatges digitals.

Amb l’augment exponencial en la disponibilitat de dades visuals i els avenços con-
tinuats en les tecnologies d’aprenentatge automàtic, especialment les xarxes neuronals
convolucionals (CNNs), s’obre una nova finestra d’oportunitat per transformar les
metodologies tradicionals de seguiment i identificació de fauna. L’aplicació de tècniques
d’aprenentatge profund no només promet augmentar l’eficiència i la precisió de les classi-
ficacions sinó també reduir el cost associat al procés de monitorització de la biodiversitat.

Aquest estudi explora com les innovacions recents en visió per ordinador poden ser
aplicades a les imatges d’ocells trencalòs, recollides en el context de programes de con-
servació, per diferenciar no només entre sexes sinó també entre individus. A través d’un
conjunt de dades proporcionat per Naturfer Pirineus, S.L., que inclou imatges capturades
per experts com Sam Balash i Eloi Bautista, s’entrena un model de xarxa neuronal con-
volucional per automatitzar aquesta tasca de classificació.

L’objectiu d’aquesta recerca és doble: primer, demostrar la viabilitat de l’aplicació
de l’aprenentatge profund en tasques complexes de classificació dins de la biologia de la
conservació; i segon, explorar les limitacions i els desafiaments inherents a l’entrenament
de models d’IA en un context de biodiversitat, on les dades sovint presenten un alt grau
de variabilitat i desequilibri. Amb aquests objectius en ment, aquest treball no només
contribueix al camp acadèmic sinó que també ofereix aplicacions pràctiques significatives
per a la conservació de les espècies en perill.

2 Estat de l’Art

Aquest treball explora l’ús de tecnologies avançades de visió per ordinador per a la clas-
sificació d’ocells, un àmbit d’estudi cŕıtic per a la conservació de la biodiversitat. Dins
aquest context, la revisió de l’Estat de l’Art serveix per entendre els desenvolupaments
recents en tecnologies relacionades i avaluar com aquests poden ser aplicats o millorats
en el nostre estudi.

2.1 Introducció a l’estat de l’art

Aquesta secció explora el desenvolupament recent i l’aplicació de models avançats en
la detecció i classificació d’espècies d’ocells utilitzant la visió per ordinador. En aquest
primer article que explorem, Vo et al. [8] utilitzen l’algorisme de detecció d’objectes
YOLOv5 juntament amb models de transferència profunda com VGG19, Inception V3,
i EfficientNetB3, destacant la seva eficàcia en l’identificació precisa de diferents espècies
d’ocells a partir d’imatges. Els autors demostren com la combinació d’aquests models pot
millorar significativament l’exactitud en la classificació d’ocells, oferint noves possibilitats
per a la monitorització automatitzada i la conservació d’espècies.
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La metodologia d’entrenament descrita a l’article utilitza un enfocament avançat per
optimitzar la detecció i classificació d’ocells a través de models de xarxes neuronals con-
volucionals. Aquest enfocament combina tècniques de transferència d’aprenentatge amb
l’ajust fi de models pre-entrenats, cosa que permet aprofitar els coneixements apresos
en conjunts de dades extensos com ImageNet per aplicar-los a tasques espećıfiques de
classificació d’ocells.

Els autors utilitzen una combinació d’algoritmes de detecció d’objectes i models de
transferència profunda, incloent VGG19, Inception V3, i EfficientNetB3, cadascun dels
quals és conegut per la seva eficàcia en la classificació d’imatges. Aquests models són
entrenats inicialment en un gran conjunt de dades per aprendre una àmplia gamma de
caracteŕıstiques visuals, que després són afinats per millorar la seva capacitat de reconèixer
espècies espećıfiques d’ocells en noves imatges.

El procés d’entrenament utilitza una variant de l’algorisme de descens del gradient
estocàstic amb un ritme d’aprenentatge adaptatiu, permetent ajustaments més fins durant
les fases d’afinat. Això ajuda a optimitzar el rendiment dels models en dades de natura més
espećıfica i variada, una tasca crucial donada la complexitat de la classificació d’espècies
basada en imatges de camp.

A més, els autors implementen tècniques de augment de dades per enriquir el con-
junt d’entrenament i millorar la generalització del model. Això inclou transformacions
com rotacions, canvis d’escala i ajustaments de color, que simulen diverses condicions
d’il·luminació i orientacions d’objectes que es poden trobar en entorns naturals.

Finalment, es realitza una validació creuada per assegurar l’estabilitat i la robustesa
del model en diferents subconjunts de dades, proporcionant una avaluació completa de la
seva eficàcia abans de procedir a la seva aplicació real.

Aquesta metodologia d’entrenament rigorosa permet als investigadors no només mil-
lorar la precisió de les classificacions sinó també adaptar els models a les necessitats
espećıfiques de la conservació d’ocells, assegurant que els models són tant precisos com
pràctics per a la seva aplicació en entorns reals.[8].

2.2 Fonaments teòrics

La visió per ordinador i l’aprenentatge profund són pilars centrals dins l’àmbit de la in-
tel·ligència artificial, especialment en aplicacions que requereixen la interpretació i anàlisi
visual. Aquestes tecnologies han evolucionat significativament, permetent avanços nota-
bles en la classificació i detecció automatitzada d’objectes en imatges.

La visió per ordinador utilitza tècniques que permeten a les computadores veure i
interpretar el contingut visual del món real. Inclou mètodes per adquirir, processar,
analitzar i comprendre imatges digitals, i extreure dades d’alta dimensió del món real per
produir informació numèrica o simbòlica.

D’altra banda, l’aprenentatge profund és un subconjunt de l’aprenentatge automàtic
que utilitza xarxes neuronals amb moltes capes (d’aqúı el terme ”profund”) per analitzar
diverses capes d’abstracció. Les xarxes neuronals convolucionals (CNNs), un tipus de
xarxa profundament utilitzada en la visió per ordinador, són essencials per a tasques com
la reconeixement d’imatges, detecció d’objectes i classificació.

En el context de la classificació d’espècies d’ocells, l’article revisat explora l’ús de
YOLOv5, un model avançat per la detecció d’objectes que pot identificar i localitzar
objectes en imatges amb una sola evaluació de la xarxa. A més, es discuteixen models
de transferència d’aprenentatge com VGG19, Inception V3, i EfficientNetB3, que són
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entrenats prèviament en grans conjunts de dades com ImageNet i després afinats per
tasques espećıfiques com la classificació d’espècies d’ocells. Aquests models són claus per
aprofitar les caracteŕıstiques visualment riques apreses en altres contextos i aplicar-les
a conjunts de dades espećıfics, millorant aix́ı la precisió i l’eficiència en la classificació
d’ocells.

Aquesta combinació de detecció d’objectes i tècniques de classificació profundes pro-
porciona una base sòlida per a l’anàlisi detallada requerida en la conservació d’ocells,
permetent aquestes tecnologies avançades de jugar un paper crucial en la monitorització
de la biodiversitat i els esforços de conservació.

Per ampliar els fonaments teòrics dels models VGG19, Inception V3, i EfficientNetB3
utilitzats en l’article s’exploren per separat a continuació:

1. VGG19: Aquest model desenvolupat per Simonyan i Zisserman, exemplifica una
estructura profunda i eficaç dins del camp de l’aprenentatge profund per la visió
per ordinador. Aquest model es caracteritza per la seva arquitectura simple però
potent, composta principalment per capes convolucionals que utilitzen filtres de
mida petita (3x3), seguides d’activacions ReLU per afegir no-linealitat, i capes de
pooling max que redueixen progressivament la dimensió espacial dels mapes de
caracteŕıstiques. Aquesta configuració permet a VGG19 aprendre caracteŕıstiques
visuals molt detallades i complexes, fent-lo idoni per tractar grans conjunts de dades
com ImageNet, on ha demostrat una capacitat excepcional per a la classificació
d’imatges amb alta precisió [5].

La taula que es mostra il·lustra diferents configuracions de la xarxa neuronal VGG,
variant en complexitat des de més senzilles a més complexes. Aquestes configura-
cions estan designades com a A, B, C, D, i E. Cada columna representa una con-
figuració espećıfica, on s’introdueixen més capes a mesura que es mou de l’esquerra
(A) cap a la dreta (E).

• Capes Convolucionals: Aquestes són les capes bàsiques que es mostren com
”conv3-64”, ”conv3-128”, etc., on ”3” refereix al tamany del camp receptiu
(3x3) i els nombres com 64, 128, 256, 512 indiquen el nombre de filtres o canals
en aquesta capa. Les capes convolucionals són responsables de l’extracció de
caracteŕıstiques de la imatge.

• Capes de Max Pooling: Entre les seqüències de capes convolucionals, trobem
capes de pooling, espećıficament max pooling, que redueixen la dimensió espa-
cial dels mapes de caracteŕıstiques, ajudant a fer el model més profund i més
capaç d’aprendre caracteŕıstiques a diferents escales.

• Capes Totalment Connectades (FC): Cap a la part inferior de la taula, les
capes ”FC-4096” i ”FC-1000” són capes densament connectades que prenen
les caracteŕıstiques apreses pels components convolucionals i les transformen
en predicció final. El nombre 4096 i 1000 refereixen al nombre de nodes en
aquestes capes.

• Softmax: L’última capa és una capa softmax, que se sol utilitzar per normal-
itzar la sortida de la xarxa en una distribució de probabilitats sobre les classes
previstes.

A mesura que es mou cap a la dreta en la taula, la profunditat de la xarxa augmenta
amb més capes convolucionals i de pooling afegides, permetent que la xarxa aprengui
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Table 1: Configuracions de ConvNet mostrades en columnes.

caracteŕıstiques més complexes i millori el seu rendiment en tasques de classificació
d’imatges. Les capes afegides en cada configuració es destaquen en negreta per
destacar l’augment en la complexitat.

2. Inception V3: Aquest model introduëıx mòduls d’inception, que permeten al model
ajustar-se millor a l’escala dels objectes a través de transformacions convolucionals
paral·leles. Això facilita l’extracció de caracteŕıstiques útils a diverses escales sense
augmentar significativament el còmput. El model Inception V3 és una evolució
significativa dins de la famı́lia de xarxes Inception, dissenyada per incrementar la
profunditat i amplada de la xarxa sense un cost computacional excessiu. Aquest
model implementa mòduls d’inception amb convolucions separades per factors, una
tècnica que descompon les convolucions n-dimensionals en operacions més petites i
gestionables, optimitzant aix́ı l’eficiència computacional sense comprometre la ca-
pacitat de modelatge de la xarxa.

Una caracteŕıstica clau d’Inception V3 és la seva utilització de convolucions as-
simètriques, com les convolucions 1x7 seguides per 7x1, que substitueixen les con-
volucions més grans com 7x7. Aquesta aproximació redueix el nombre de paràmetres
i el cost computacional, mentre manté la cobertura efectiva del camp receptiu.
Aquestes convolucions assimètriques permeten a Inception V3 capturar informació
espacial detallada en una direcció abans de l’altra, facilitant una extracció de car-
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acteŕıstiques més rica en contextos espećıfics [6].

A més, Inception V3 introdueix l’ús de convolucions separables per profunditat en els
seus mòduls. Aquesta tècnica consisteix en la separació d’una convolució estàndard
en una convolució per canals seguida d’una convolució puntual. Això permet al
model processar caracteŕıstiques de manera independent en cada canal abans de
combinar-les, augmentant l’eficàcia del model sense augmentar significativament el
nombre de paràmetres.

El resultat és una arquitectura que no només és profundament efectiva per a tasques
de classificació d’imatges, sinó que també és notablement eficient des del punt de
vista dels recursos computacionals, fent d’Inception V3 una opció ideal per a apli-
cacions en entorns amb recursos limitats o on el temps de resposta és cŕıtic.

El model Inception V3, desenvolupat per Szegedy i el seu equip a Google, és un
punt de referència dins de l’evolució de les arquitectures de xarxes neuronals per a
la visió per ordinador gràcies a la seva estructura innovadora que millora l’eficiència
i la precisió. Aquest model s’inscriu dins la segona generació de la famı́lia de models
Inception, on es fa un ús extensiu de les idees de factorització de convolucions per
reduir el cost computacional sense perdre capacitat de captura de les caracteŕıstiques
essencials de les imatges.

Gràcies a aquestes millores en eficiència i precisió, Inception V3 és particularment
adequat per a aplicacions en temps real i dispositius amb recursos limitats, com
telèfons mòbils o altres dispositius IoT (Internet of Things). A més, la seva capacitat
per processar imatges de manera ràpida i precisa fa que sigui una opció excel·lent
per a tasques de reconeixement d’imatges en àrees com la seguretat, la salut i la
conservació de la biodiversitat, on els models ràpids i lleugers són crucials.

Aquesta visió completa del desenvolupament i aplicació d’Inception V3 il·lustra no
només els avenços en arquitectura de xarxes, sinó també com aquests avenços poden
ser aplicats per millorar significativament les aplicacions pràctiques en el món real.

Table 2: Resultats experimentals amb models únics i múltiples retallades comparant els
efectes acumulatius sobre diversos factors contribuents.

Aquesta combinació d’alta precisió i baix cost computacional fa que Inception V3 no
només millori la pràctica de la visió per ordinador, sinó que també obri noves vies per
a la investigació i el desenvolupament d’aplicacions que abans eren impracticables
amb tecnologies més pesades.
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Figure 1: Xarxa GoogLeNet amb tots els detalls tècnics.

Aquest diagrama mostra la xarxa GoogLeNet amb tots els seus detalls tècnics,
que és una versió refinada del model Inception. El disseny de GoogLeNet inclou
múltiples mòduls d’Inception disposats seqüencialment, on cada mòdul combina
diferents tipus de capes convolucionals per processar les dades a diverses escales de
manera eficient.

En aquesta xarxa, observem diverses capes que realitzen convolucions de diferents
dimensions (representades amb rectangles blaus, vermells i grocs) que permeten a
la xarxa capturar caracteŕıstiques des de contextos molt locals fins a més globals.
Aquestes convolucions són seguides per capes de pooling (indicades amb rectan-
gles verds), que redueixen les dimensions dels mapes de caracteŕıstiques, ajudant a
concentrar la informació més rellevant.

Al capdamunt i al capdavall de la xarxa, es poden veure capes que realitzen opera-
cions espećıfiques com softmax, que s’utilitzen per a la classificació final. El disseny
general de GoogLeNet permet processar la informació de manera molt eficaç, aprof-
itant els avantatges de treballar simultàniament a múltiples escales i profunditats.
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3. EfficientNetB3: Parteix d’una famı́lia de models que escala sistemàticament
les dimensions de la xarxa (ample, profunditat, resolució) amb un conjunt fix
d’hiperparàmetres. Aquesta metodologia permet que EfficientNetB3 sigui altament
eficient en termes de la relació entre precisió i recursos computacionals. Desen-
volupat per Tan i Le, EfficientNetB3 utilitza una estratègia d’escalat compost que
ajusta de manera equilibrada totes les dimensions de la xarxa —profunditat, am-
plada i resolució— basant-se en un conjunt fix de coeficients que determinen quant
s’escala cada dimensió amb cada nova versió. Aquest enfocament ha demostrat ser
especialment efectiu per aconseguir una alta eficiència sense sacrificar la precisió en
tasques de visió per ordinador [7].

Després d’haver explorat els fonaments teòrics de models com el VGG19 i Inception V3
i EfficientNetB3 ara endinsarem l’anàlisi cap a MobileNet, un altre model destacat en el
camp de l’aprenentatge profund. Basant-nos en el segon article explorat; MobileNet és una
arquitectura de xarxa neuronal desenvolupada per Howard et al., destinada a proporcionar
models lleugers però eficaços per a aplicacions de visió per ordinador en dispositius amb
recursos limitats com telèfons mòbils. La clau d’aquest model rau en la seva capacitat
d’operar amb una eficiència computacional elevada, fent-lo ideal per a aplicacions en temps
real i dispositius portàtils. MobileNet utilitza convolucions separables en profunditat per
minimitzar el nombre de càlculs i paràmetres, mantenint al mateix temps un rendiment
competitiu comparat amb xarxes més grans i més exigents computacionalment [4].

La taula següent mostra l’arquitectura del cos de MobileNet, destacant com les capes
són configurades per processar imatges eficientment. Aquesta taula il·lustra clarament
com l’arquitectura s’escala des de la primera fins a l’última capa, adaptant-se de manera
dinàmica a les dimensions i complexitat de les dades d’entrada.

Table 3: Arquitectura detallada de MobileNet mostrant la disposició i tipus de capes.
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La següent taula compara MobileNet amb altres models populars en termes
d’exactitud, nombre de multiplicacions-addicions (Mult-Adds) i paràmetres. Aquests re-
sultats demostren l’eficiència de MobileNet en el maneig de grans volums de dades com
ImageNet.

Table 4: Comparació de MobileNet amb models populars segons exactitud, Mult-Adds, i
paràmetres.

A continuació, a la taula 5, veiem com les investigacions utilitzant MobileNet han
demostrat resultats prometedors en tasques espećıfiques com la classificació de raça de
gossos, mostrant una adaptabilitat excepcional a diferents tipus de dades visuals, cosa
que demostra la seva versatilitat més enllà de les aplicacions estàndards de reconeixement
d’imatges. Concretament, en la tasca espećıfica de classificació de gossos de Stanford,
mostrant un excel·lent equilibri entre exactitud i complexitat computacional.

Table 5: Rendiment de MobileNet en la classificació de gossos de Stanford amb diferents
configuracions.
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En la següent figura destaca la configuració de les capes convolucionals utilitzades en
MobileNet, incloent les convolucions separables en profunditat. Aquestes capes optim-
itzen cada convolució per canal abans de combinar-les, reduint significativament el cost
computacional sense perdre la capacitat de capturar caracteŕıstiques detallades.

Figure 2: Diagrama de les capes convolucionals separables en profunditat utilitzades en
MobileNet.

Per concloure la discussió sobre MobileNet i destacar els seus avantatges, és important
ressaltar que aquest model no només optimitza l’eficiència i l’exactitud, sinó que també
ofereix altres beneficis significatius que el fan particularment atractiu per a una àmplia
gamma d’aplicacions, especialment en entorns on els recursos són un factor limitant.

Versatilitat: MobileNet és extremadament versàtil, capaç d’adaptar-se a una varietat
d’entorns i requisits. Des de telèfons intel·ligents fins a dispositius IoT, la seva arquitectura
lleugera però potent permet la seva implementació en dispositius amb restriccions de
memòria i potència de processament.

Ràpida implementació: Un dels principals avantatges de MobileNet és la seva
capacitat per ser implementat ràpidament en aplicacions en temps real. Això és vital
per a aplicacions que requereixen respostes immediates, com ara assistents personals in-
tel·ligents, aplicacions de navegació i sistemes de seguretat avançats.

Eficiència energètica: MobileNet és notòriament eficient en termes de consum en-
ergètic. Això el fa ideal per a aplicacions mòbils que necessiten mantenir una durada de
bateria prolongada, un aspecte cŕıtic per a dispositius portàtils com ara drons o càmeres
de seguretat autònomes.

Adaptabilitat a noves tasques: L’arquitectura de MobileNet facilita la seva
adaptació a noves tasques sense necessitat de reentrenar completament la xarxa. Això es
deu a la seva capacitat per a la transferència d’aprenentatge, on un model entrenat en un
conjunt de dades pot ser ràpidament ajustat per funcionar eficaçment en un altre.

Baix cost de desenvolupament: Gràcies a la seva eficiència i a la menor quantitat
de dades necessàries per a l’entrenament, MobileNet pot reduir significativament el cost
associat amb el desenvolupament de models de visió per ordinador, fent-lo accessible a
startups i investigadors amb pressupostos més limitats.

Aquests avantatges fan que MobileNet no només sigui una opció pràctica per a la
visió per ordinador en dispositius mòbils, sinó que també obre camins per a la seva
aplicació en àrees com la conservació d’espècies, on la capacitat de processar
imatges sobre el terreny pot ser decisiva per a la recopilació de dades i l’anàlisi
en temps real. Aix́ı, MobileNet no solament millora la pràctica de la visió per ordinador
sinó que també potencia una varietat d’aplicacions pràctiques que beneficien la societat
en general.
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2.3 Revisió de tècniques i tecnologies

L’ús de l’aprenentatge profund en la visió per ordinador ha revolucionat la manera en què
abordem les tasques de biologia i conservació, especialment en l’àmbit de la classificació
i identificació d’ocells. La capacitat d’aquestes tecnologies per processar i analitzar grans
quantitats d’imatges amb alta precisió ha obert noves vies per a la recerca i la protecció
del medi ambient.

Podem destacar les següents tènciques de visió per ordinador aplicades a la biologia i
la conservació:

1. Detecció d’objectes: Tecniques com YOLO (You Only Look Once) i SSD (Single
Shot Multibox Detector) són utilitzades per localitzar ocells dins de fotografies de natura.
Aquestes tècniques permeten identificar ràpidament la presència d’un ocell en imatges
complexes i variades.

2. Classificació d’imatges: Xarxes neuronals convolucionals (CNNs) són extensa-
ment utilitzades per classificar les espècies d’ocells a partir de les imatges. Models com
AlexNet, VGG i ResNet han estat entrenats amb conjunts de dades com ImageNet, que
inclouen categories d’ocells, per aprendre a distingir entre centenars d’espècies diferents.

3. Segmentació semàntica: Aquesta tècnica es fa servir per identificar i segmentar
parts espećıfiques d’un ocell dins d’una imatge, com podrien ser el plomatge, el bec o
els ulls. Això és útil per a estudis detallats sobre les caracteŕıstiques f́ısiques que poden
ajudar en tasques d’identificació d’espècies o en estudis de comportament animal.

4. Anàlisi de moviment: L’ús de tècniques d’aprenentatge profund també permet
analitzar el moviment i el comportament dels ocells en v́ıdeos. Aquesta aplicació pot
ser crucial per estudiar els patrons de migració, l’acoblament o altres comportaments
essencials per a la conservació.

L’aplicació de l’aprenentatge profund en la classificació i identificació d’ocells ha de-
mostrat ser extremadament eficaç, proporcionant eines poderoses que poden ajudar signi-
ficativament en els esforços de conservació. No obstant això, aquestes tecnologies també
presenten alguns reptes i limitacions:

• Necessitat de grans dades: Els models d’aprenentatge profund requereixen grans
quantitats de dades anotades per entrenar-se eficaçment, cosa que pot ser un desafi-
ament en entorns de conservació on les dades poden ser escasses o dif́ıcils d’obtenir.

• Generalització: Mentre que els models poden funcionar excepcionalment bé en
les dades sobre les quals han estat entrenats, poden fallar en generalitzar a noves
imatges o condicions no vistes anteriorment. Això pot ser un problema en aplicacions
de camp on les condicions d’il·luminació i els fons poden variar àmpliament.

• Cost computacional: Els requisits computacionals per entrenar i inferir models
d’aprenentatge profund són significatius, el que pot ser una barrera per a organitza-
cions de conservació amb recursos limitats.

Aquesta revisió detallada de les tecniques i tecnologies subratlla la importància de
l’aprenentatge profund en la biologia de la conservació, al mateix temps que destaca la
necessitat de desenvolupaments que puguin abordar els desafiaments associats per fer
aquestes eines més accessibles i aplicables en entorns de conservació reals.
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2.4 Estudis previs en classificació d’ocells

En aquest apartat, es descriu una sèrie de treballs previs en la classificació d’ocells util-
itzant tècniques de visió per ordinador, destacant avenços significatius en aquest camp i
demostrant la diversitat d’aproximacions emprades per abordar aquesta tasca complexa.

1. Alghamdi et al. va desenvolupar un model que utilitza caracteŕıstiques percep-
tives, descriptives i harmòniques (PDHFs) per classificar espècies d’ocells a través de les
seves vocalitzacions. Aquest enfocament ha permès una millora notable en els resultats
de classificació gràcies a la capacitat d’identificar l’estructura única de les vocalitzacions
dels ocells [1].

2. Yang et al. van presentar un model millorat d’aprenentatge transferit per a la
classificació d’espècies d’ocells protegides a Indonèsia. Aquest model es beneficia de capes
personalitzades que ajuden a augmentar l’exactitud de la classificació, tot ajustant-se
espećıficament a les caracteŕıstiques distintives d’aquestes espècies en perill [9].

3. Gómez-Gómez et al. van realitzar una avaluació comparativa de tres models
profunds per a la classificació d’ocells utilitzant el conjunt de dades d’ocells de zones
humides del Mediterrani Occidental. Els resultats van mostrar una alta exactitud de
classificació, demostrant l’eficàcia d’aquests models en contextos espećıfics de biodiversitat
[2].

4. Gupta et al. van desenvolupar un model profund per analitzar acústica d’ocells,
utilitzant espectrogrames de gravacions d’ocells. Aquest model es destaca per la seva ca-
pacitat per eliminar el soroll de fons i les vocalitzacions solapades, proporcionant resultats
de classificació més precisos [3].

2.5 Anàlisi cŕıtica de les metodologies existents

L’anàlisi de les metodologies utilitzades en la classificació d’espècies d’ocells mitjançant
tècniques de visió per ordinador revela tant potencials avantatges com limitacions signi-
ficatives. Aquest apartat explora cŕıticament aquests aspectes, basant-se en els estudis
revisats i els desenvolupaments actuals en aquest camp de recerca.

Avantatges: Els models com VGG19, Inception V3, i EfficientNetB3, aix́ı com
tècniques de detecció d’objectes com YOLOv5, han demostrat una eficàcia notable en
l’extracció i classificació de caracteŕıstiques visuals complexes. La capacitat d’aquests
models per aprendre de grans conjunts de dades com ImageNet els fa extremadament po-
tents en la generalització de caracteŕıstiques a noves imatges, una qualitat indispensable
per a aplicacions en conservació biològica i estudis de biodiversitat [5, 6, 7].

Limitacions: Tot i els seus avantatges, aquestes metodologies presenten limitacions.
Per exemple, la dependència de grans quantitats de dades anotades per a l’entrenament
pot no ser viable en estudis de conservació on les imatges d’alta qualitat són escasses.
A més, els models profundament complexos poden ser computacionalment costosos de
entrenar i aplicar, una consideració important en aplicacions de camp on els recursos
poden ser limitats.

Tendències actuals i desafiaments: Les tendències actuals en la recerca inclouen
l’ús de tècniques de transferència d’aprenentatge per mitigar la necessitat de grans con-
junts de dades espećıfics de domini i l’exploració de models més eficients des del punt
de vista computacional, com MobileNet i les variants més noves d’EfficientNet. Aquests
desenvolupaments busquen equilibrar la precisió i la eficiència, facilitant la seva aplicació
en entorns de conservació amb recursos limitats [4, 7].
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A més, els desafiaments pendents inclouen la necessitat d’adaptar aquestes tecnologies
a les variabilitats extremament altes trobades en els entorns naturals, com canvis en la
il·luminació, posicions d’objectes i fons complexos, que poden afectar significativament el
rendiment dels models.

La revisió cŕıtica d’aquestes metodologies subratlla la importància de seguir investigant
i desenvolupant tècniques que no només són avançades tecnològicament sinó també adap-
tades a les necessitats espećıfiques i els desafiaments de la conservació biològica i l’estudi
de la biodiversitat. L’avenç en aquests fronts pot eventualment millorar significativament
la capacitat de monitorització i gestió de les espècies en risc.

2.6 Bretxes en la recerca i oportunitats

En l’àmbit de la classificació d’ocells utilitzant visió per ordinador, tot i els avenços
significatius, persisteixen diverses brexes que limiten l’eficàcia d’aquestes tecnologies en
aplicacions reals de conservació i monitorització. El meu treball pretén abordar aque-
stes brexes de manera espećıfica, oferint contribucions significatives que podrien millorar
l’aplicació pràctica d’aquestes tècniques.

1. Variabilitat de dades: Molts dels models actuals depenen de conjunts de dades
extensos com ImageNet, que no reflecteixen necessàriament la variabilitat i les
condicions espećıfiques trobades en imatges d’ocells en entorns naturals. Aque-
sta dependència pot reduir la seva eficàcia en entorns reals on les condicions de
il·luminació, fons i postures dels ocells varien significativament.

2. Generalització de models: Encara que els models com Inception V3 i EfficientNet
han mostrat resultats prometedors, sovint lluiten per generalitzar bé en escenaris
no vists anteriorment. Això és especialment cŕıtic en estudis de biodiversitat, on la
capacitat de reconèixer correctament espècies rares o mal documentades és crucial.

3. Cost computacional: La complexitat dels models avançats pot ser prohibitiva per
a aplicacions en temps real o en dispositius amb recursos limitats, com els utilitzats
en estudis de camp.

El meu treball es focalitza en l’adaptació i millora dels models existents per superar
aquestes limitacions. A grans trets les contribucions d’aquest treball són:

• Optimització per a variabilitat de dades: Desenvolupament de tècniques que
permeten als models entrenar-se efectivament amb conjunts de dades més petites,
però altament variades, t́ıpiques de les imatges d’ocells en entorns naturals. Això in-
clou l’ús de tècniques avançades d’augment de dades per simular una àmplia gamma
de condicions visuals.

• Millora de la generalització: Implementació d’estratègies de regularització i
tècniques de validació creuada més robustes per millorar la capacitat de general-
ització dels models, assegurant que els models no només aprenguin els detalls dels
conjunts de dades d’entrenament, sinó que també mantinguin un alt rendiment en
imatges no vistes.

• Reducció del cost computacional: Exploració de l’ús de xarxes neurals lleugeres
comMobileNet adaptades per a la tasca espećıfica de classificació d’ocells, que poden
oferir un bon equilibri entre precisió i eficiència computacional per a aplicacions en
dispositius mòbils o en entorns amb recursos limitats.
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2.7 Conclusions de l’estat de l’art

La revisió exhaustiva de l’Estat de l’Art ha proporcionat una visió profunda dels avenços
i desafiaments en la visió per ordinador aplicada a la classificació d’ocells. Aquesta revisió
ha permès identificar tant les fortaleses com les limitacions dels models actuals, oferint
una base sòlida per justificar l’orientació del treball que desenvoluparé.

La investigació ha revelat que, malgrat l’alta precisió aconseguida per models avançats
com VGG19, Inception V3, i EfficientNet en conjunts de dades estandarditzats, aquests
models sovint fallen en entorns naturals més complexes i variables. Això subratlla la
necessitat d’estratègies millorades per al maneig de la variabilitat inherent a les imatges
d’ocells en la vida real.

Addicionalment, la revisió ha destacat la importància de desenvolupar mètodes que
puguin operar eficientment sota restriccions de recursos computacionals, essencials per a
aplicacions de monitorització en temps real. Aquest aspecte és cŕıtic perquè les solucions
de visió per ordinador es puguin implementar efectivament en dispositius mòbils o sistemes
integrats en el terreny.

Finalment, la recerca revisada suggereix que encara hi ha un gran potencial per a
la innovació en tècniques d’augment de dades i estratègies d’entrenament que podrien
millorar significativament la generalització dels models a noves dades no vistes. Això
és particularment pertinent per a la conservació d’ocells, on es requereixen models que
puguin adaptar-se ràpidament a canvis en els patrons de migració i aparició d’espècies.

En conjunt, aquestes troballes informen i justifiquen la necessitat del desenvolupa-
ment de la meva recerca, la qual busca adreçar aquestes brexes espećıfiques i ampliar les
capacitats de la visió per ordinador dins del camp de la biologia de la conservació.
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3 Preliminars

3.1 Context del projecte

El projecte que es desenvolupa en aquest treball de màster es centra en l’aplicació de
tècniques d’aprenentatge profund en visió per ordinador per a la classificació espećıfica
del sexe i de l’exemplar de l’espècie de trencalós. Aquesta iniciativa és vital dins el camp
de la biologia de la conservació i l’ornitologia, on la identificació precisa de caracteŕıstiques
individuals és fonamental per a la investigació cient́ıfica i la presa de decisions en pro-
grames de conservació. El treball proposa aprofitar l’avançada capacitat de les xarxes
neuronals convolucionals per processar i classificar automàticament imatges d’ocells, un
pas innovador cap a la monitorització més eficient i menys invasiva de les poblacions
d’ocells en entorns naturals.

3.2 Dades i preparació

Per a la realització d’aquest estudi, es farà ús de conjunts de dades d’imatges d’ocells
trencalosos recollides espećıficament per aquest propòsit. Aquestes imatges són propor-
cionades per Naturfer Pirineus, S.L., en el marc del Punt d’Alimentació Supervisada
(PAS) al Pirineu Girońı, i inclouen fotografies d’alta qualitat capturades per professionals
com Sam Balash i Eloi Bautista. Cada imatge està meticulosament etiquetada amb in-
formació relativa al sexe i a caracteŕıstiques individuals que distingeixen cada exemplar,
basant-se en detalls morfològics com la forma del cap, la mida del bec, i altres patrons
distintius que varien entre mascles i femelles.

El procés de preparació de les dades inclourà etapes de neteja, normalització i aug-
mentació de dades per assegurar que el model de xarxa neuronal convolucional pugui
operar eficaçment malgrat la variabilitat natural present en les imatges de camp. A
més, es tindran en compte les diferències morfològiques detallades en els documents so-
bre criteris de identificació, per afinar l’etiquetatge i millorar la precisió del model en la
diferenciació entre sexes i identificació d’individus.

A la imatge 3, presentem una mostra representativa de les dades visuals utilitzades en
aquesta recerca, mostrant trencalòs en diversos entorns i situacions. Cada imatge capta
diferents comportaments i caracteŕıstiques f́ısiques distintives, essencials per a la tasca
de classificació. Aquesta diversitat en les imatges és crucial per entrenar els models de
visió per ordinador perquè aprenguin a reconèixer eficaçment les subtilitats entre diferents
individus i estats dels ocells.

L’anàlisi d’aquestes imatges no sols facilita la identificació de l’espècie, sinó que també
permet determinar caracteŕıstiques molt detallades com el sexe i l’exemplar concret de
cada ocell. Aquestes imatges mostren els trencalòs en diferents contextos i situacions,
mostrant una gamma de comportaments i caracteŕıstiques f́ısiques que són claus per als
models d’aprenentatge profund. Captar tals detalls és essencial per al desenvolupament
de tècniques avançades de classificació que poden ser aplicades a la conservació i mon-
itorització eficient d’aquestes espècies en el seu entorn natural. Aprofundir en aquests
detalls espećıfics enriqueix la nostra comprensió dels patrons de comportament dels tren-
calòs, i millora la precisió dels models en diferenciar no sols entre espècies, sinó també
entre individus dins de la mateixa espècie, facilitant estudis més exhaustius sobre la seva
ecologia i dinàmica poblacional
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