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1.1.1 El càncer de mama . . . . . . . . . . . . . . . . . . . . . . . . 9

1.1.2 La mamografia . . . . . . . . . . . . . . . . . . . . . . . . . . 11

1.1.3 Tipus de lesions . . . . . . . . . . . . . . . . . . . . . . . . . . 13

1.2 Base de dades . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 14

1.3 Objectius del projecte . . . . . . . . . . . . . . . . . . . . . . . . . 16

1.4 Entorn de treball . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

1.5 Abast . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
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A.4 Classificació . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 93

A.4.1 Classificacio . . . . . . . . . . . . . . . . . . . . . . . . . . . . 94

B Resum de resultats 95
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2.16 Evolució de la segmentació per la imatge ’rdb021ll.tif ’ . . . . . . . . . 49
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4.6 Matriu confusió 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 78
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4.13 Matriu de confusió 6 . . . . . . . . . . . . . . . . . . . . . . . . . . . 81

7



ÍNDEX DE TAULES 8
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Caṕıtol 1

Descripció del projecte

1.1 Introducció

Aquest caṕıtol és una breu introducció a l’entorn de treball, al càncer de mama, a

les eines utilitzades per desenvolupar el projecte i a la finalitat d’aquest.

1.1.1 El càncer de mama

El cos està format de cèl·lules molt petites. Les cèl·lules normals del cos creixen i

moren de forma controlada. A vegades les cèl·lules segueixen dividint-se i creixent

de forma incontrolable, provocant la formació de tumors.

Si el tumor no envaeix els teixits i òrgans propers, se l’anomena tumor benigne, o

creixement no cancerigen. Els tumors benignes normalment no representen un perill

de mort. Si el tumor envaeix i destrueix les cèl·lules d’altres òrgans, se l’anomena

maligne o cancerigen. El càncer pot amenaçar la vida d’una persona.

Les cèl·lules canceŕıgenes també poden expandir-se a diferents parts del cos a

través dels vasos sanguinis i del sistema limfàtic, on poden ser capaces de formar

tumors secundaris.
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El càncer de mama és el càncer més freqüent entre les dones de tot el món. El

2002 van sorgir aproximadament uns 1.151.0000 casos nous, el 22,7% del total de

càncers en població femenina [5]. Tenint en compte la població femenina i masculina,

és el càncer més freqüent després del càncer de pulmó.

Aquest tipus de càncer té més incidència a päısos amb major nivell econòmic.

Més de la meitat dels casos es diagnostiquen als päısos desenvolupats: 370.000 casos

a l’any a Europa, aproximadament el 27,4% de la població i 230.000 a Nord Amèrica,

aproximadament el 31,3% de la població [3].

A Espanya es diagnostiquen uns 16.000 casos l’any, que representa el 24,6% de

tots els tumors del sexe femeńı del páıs. Al 2008 es van diagnosticar 21.000 nous

casos [6]. Segons indica el doctor Colomer,“És una xifra que suposa un increment

important respecte les estimacions d’altres anys explicat (taula 1.1), en part per

l’augment de la població al nostre páıs. I probablement a l’envelliment de la població

i a un diagnòstic cada vegada més precoç” [7].

Factors que augmenten el risc de
càncer de mama

Factors que protegeixen

- L’augment d’edat - Edat jove
- Primer fill després dels 30 anys - Edat jove al primer embaràs
- No tenir fills - Múltiples embarassos
- Primera menstruació primerenca (abans
dels 12 anys)

- Primera menstruació tardana

- Menopausa tardana (després dels 52 anys) - Menopausa precoç, natural o indüıda
- Història familiar de càncer de mama - No antecedents familiars o personals
- Dieta abundant en greixos i/o rica en calo-
ries

- Dieta equilibrada

- Història personal de càncer de l’altra mama
- Radiacions ionitzades en la regió toràcica
- Excés de pes

Taula 1.1: Factors de risc associats al càncer de mama [20]
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Efectivament, el risc de patir càncer de mama augmenta amb l’edat. Del 65% al

70% dels càncers de mama afecten a dones de 50 anys o més. Només un terç dels

càncers es diagnostiquen en dones més joves de 50 anys.

Tot i que una de cada 9 dones pot desenvolupar càncer de mama al llarg de la

seva vida, si es realitza un diagnostic precoç, les possibilitats de superar la malaltia

s’eleven fins a un 90% dels casos. Per tal de detectar el tumor en un estat inicial és

aconsellable que les dones a partir dels 19 anys s’autoexaminin mensualment, que

entre els 20 i 40 anys realitzin un examen mèdic cada 3 anys i anualment a partir

dels 40 anys. També s’aconsella realitzar la primera mamografia entre els 35 i els 40

anys, cada 1 o 2 anys entre els 40 i 49 anys i anualment a partir dels 50 anys [3].

1.1.2 La mamografia

Una mamografia és una radiografia de les mames que permet detectar tumors o

anomalies que, al ser tant petits, no haurien estat trobats en l’exploració tàctil del

metge. Les mamografies es realitzen amb un aparell de raig X anomenat mamògraf,

que amb molt baixa dosis de radiació és capaç de detectar diverses anomalies en

etapes molt precoces en el seu desenvolupament.

Al gener del 2000, la FDA (Food Drug Administration) va aprovar un sistema

de mamografia digital que podia oferir avantatges davant l’utilització de pel·ĺıcules

de raigs X estandars.

A l’actualitat la majoria dels nous mamògrafs són digitals, capaços de registrar la

imatge obtinguda a partir de l’exposició dels raigs X sobre la mama en una computa-

dora, en comptes de registrar-les en pel·ĺıcules radiogràfiques. Aquests mamògrafs

poden emmagatzemar directament en format digital, o digitalitzar una mamografia

convencional mitjançant un escàner.
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Figura 1.1: Mamografia digital i mamografia convencional [8]

La mamografia digital ofereix els següents avantatges respecte la mamografia

convencional (entre d’altres):

• Les imatges es poden emmagatzemar i localitzar-se electrònicament, fet que

fa que es puguin realitzar consultes a llarga distància amb més facilitat amb

altres especialistes en mamografies.

• Com que el contrast de la imatge pot ser ajustada pel radiòleg, és possible

notar diferències subtils entre els teixit.

• Reducció del soroll en la imatge i major nombre de nivell de grisos.

• La necessitat de menys exposicions. La mamografia digital pot reduir encara

més els ja baixos nivells de la mamografia convencional.

• Podem aplicar eines informàtiques automàtiques o semi-automàtiques, per aju-

dar als experts a detectar més precoçment possibles anomalies.

Cal destacar que el procediment per realitzar una mamografia amb un sistema digital

és el mateix que amb una mamografia convencional [1].
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1.1.3 Tipus de lesions

En una mamografia el metge hi busca la presencia d’anomalies en el teixit mamari.

Les més usuals són [18]:

• Microcalcificacions: Són acumulacions de minerals dins el teixit del pit.

Es poden trobar com a dipòsits gruixuts de calç o en part́ıcules minúscules.

Clàssicament es denominen aix́ı les acumulacions que tenen un diàmetre infe-

rior a 0.5 mm. Una concentració superior a 20 microcalcificacions per cm2 es

sol considerar una lesió maligna. Aquest tipus de lesió es presenta a la imatge

mamogràfica com a petits punts brillants.

• Masses: Són concentracions de teixit en nòduls palpables que es veuen en

dues o més projeccions diferents. Poden incloure:

– Grups de microcalcificacions.

– Quists: Col·locació de ĺıquid no cancerigen al pit.

– Massa sòlida

Les seves caracteŕıstiques estan més detallades a l’apartat 3.1, ja que en aquest

projecte ens centrarem en la segmentació i el diagnòstic de masses.

• Lesions espiculars: Com les masses, són concentracions de teixit amb un

centre dens, però difereixen en el fet que contenen fibres de forma radial des

dels marges de la massa, donant aix́ı una forma estrellada.

• Distorsions arquitecturals: Es considera una caracteŕıstica suggeridora de

malignitat. Consisteix en una desestructuració del teixit mamari i pot estar

associada a un nòdul mal definit o contenir microcalcificacions al seu interior.

Presenta una elevada densitat en la seva àrea central, la qual va disminuint

cap a la perifèria.
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1.2 Base de dades

Per testejar els nostres algorismes necessitem una base de dades d’imatges mamo-

gràfiques. Una de les més utilitzades, per la seva facilitat a l’hora d’accedir-hi, és la

‘Mammographic Image Analysis Society’ (MIAS) database.

La MIAS és una organització de grups de recerca del Regne Unit interessats en

l’estudi de les mamografies i ha generat una base de dades de mamografies digital-

itzades. Les imatges han estat extretes del programa nacional de detecció de mama

de UK, i s’han digitalitzat a 50 microṕıxels amb un escànner Joyce-Loebl, un dis-

positiu que té una resposta lineal amb rang de densitat òptica de 0 a 3.2. Representa

cada ṕıxel amb una paraula de 8 bits [9].

Aquesta base de dades conté 322 mamografies digitalitzades que corresponen al

pit esquerre i dret de 161 dones. També conté el diagnòstic per a cada imatge.

El nom de les mamografies és “mdbXXXBS”, on:

• “XXX” representa el número de la imatge, en un rang de 001 a 322.

• “B” indica de quin pit es tracta: ‘l’ o ‘r’ (esquerra o dret).

• “S” és la mida de la imatge, pot ser ‘s’ per imatges petites (1600 x 4320 ṕıxels),

‘m’ per imatges de mida mitjana (2048 x 4320 ṕıxels), ‘l’ per imatges grans

(2600 x 4320 ṕıxels), i ‘x’ per imatges extra grans (4000 x 5200 ṕıxels).

En aquest PFC es segmenten i posteriorment es realitza un diagnòstic de 39 imat-

ges d’aquesta base de dades. En aquestes 39 imatges hi trobem 40 masses (hi ha

una imatge que conté 2 masses). A la taula 1.2 es resumeixen les masses util-

itzades en aquest projecte, classificades segons la seva anomalia (massa ben defini-

da(CIRC ) o massa espicular (SPIC )), el tipus de teixit mamari (fatty (FATTY),

fatty-glandular(F-G) i dense (DENSE)) i en benignes (B)/malignes (M).
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FATTY F-G DENSE TOTALS
CIRC B:11 B:6 B:2 B:19

M:2 M:2 M:0 M:4
SPIC B:1 B:4 B:4 B:9

M:3 M:3 M:2 M:8
TOTALS B:10 B:10 B:6 B:26

M:5 M:5 M:2 M:12
TOTAL 15 15 8 38

Taula 1.2: Resum de les imatges de la base de dades MIAS

Un expert radiòleg ens ha proporcionat una segmentació manual les masses(figura

1.3). D’aquesta manera les imatges utilitzades en aquest PFC són anomenades ROIS

(region of interest), que contenen només la massa i una part del seu entorn.
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Figura 1.2: Exemple d’imatges de masses de la base de dades MIAS i la seva corre-
sponent segmentació mèdica

1.3 Objectius del projecte

Aquest projecte final de carrera pretén ser una eina d’ajuda al radiòleg a l’hora de

realitzar el diagnòstic de les masses en imatges mamogràfiques.

El projecte es divideix en tres parts:

1. Segmentació automàtica del contorn de la massa. A partir d’una imatge

on hi ha una massa central, detectar-ne acuradament el contorn mitjançant

diversos mètodes de segmentació.
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2. Caracterització de la massa. A partir del contorn trobat, extreure diferents

caracteŕıstiques de la massa, com ara, mida, densitat, forma ...

3. Diagnòstic de la massa. Segons les caracteŕıstiques anteriors, classificar la

massa com a benigne o maligne.

Tot seguit, a la figura 1.3 es pot veure gràficament el procés seguit en aquest projecte

per realitzar el diagnòstic d’una massa:

Figura 1.3: Procés de diagnòstic d’una massa

1.4 Entorn de treball

Aquest PFC està emmarcat en l’àmbit de recerca del grup de Visió per Computador

de la Universitat de Girona. Aix́ı, utilitzarem el Matlab (versió 7.5.0 ) com a eina

de programació. Es tracta d’un software de la companyia Mathworks molt util-

itzat en universitats i centres d’investigació, especialment per realitzar aplicacions

experimentals en visió per computador.

De les múltiples llibreries de que disposa Matlab utilitzarem:
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• Image Processing Toolbox, llibreria pròpia de Matlab que proporciona una

àmplia col·lecció de funcions enfocades al processat d’imatges. Servirà per

segmentar i caracteritzar les masses.

• PRTools, llibreria externa a Matlab que conté una sèrie de classificadors, que

permetran classificar les masses com a benignes o malignes segons les seves

caracteŕıstiques [13].

Finalment, com a resultat del projecte es generarà una Toolbox de Matlab amb les

diferents funcions implementades.

Pel que fa a l’edició de la documentació utilitzarem l’entorn LATEX, una eina molt

utilitzada en l’edició de textos cient́ıfics i tècnics. Gràcies a les seves macros, creades

per facilitar el disseny de documents, disposem d’una eina de gran potència que ens

permet centrar-nos en el contingut de la documentació ja que el disseny ho gestiona

automàticament.

1.5 Abast

Un cop finalitzat el projecte tindrem:

• La implementació de dos mètodes de segmentació, diferents mètodes d’ex-

tracció de caracteŕıstiques i un mètode de classificació (amb diferents classifi-

cadors).

• Una col·lecció d’experiments i resultats dels diferents mètodes utilitzats al

projecte, amb les corresponents conclusions.

• Una documentació de tot el treball realitzat.
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1.6 Planificació

Amb la finalitat d’organitzar la feina a realitzar s’ha realitzat una programació de

les tasques a desenvolupar. La planificació de treball d’aquest PFC, es divideix en:

1. Familiarització amb l’entorn de treball

En aquest primer peŕıode es pretenen repassar coneixements de l’assignatura

de visió per computador i adquirir-ne de nous que ens ajudaran al llarg del

desenvolupament del projecte.

2. Anàlisi, disseny i implementació de la segmentació per Region Grow-

ing

Estudi i implementació del mètode de segmentació Region Growing. Aix́ı com

l’adaptació d’aquest mètode, ja estudiat a l’assignatura de visió, per segmentar

masses.

3. Anàlisi, disseny i implementació de la segmentació per Level Sets

Estudi i implementació del mètode de segmentació Level Sets, aix́ı com variants

que permetran una millor segmentació de masses.

4. Conjunt de proves i anàlisi dels resultats de segmentació

Realitzar proves amb les 40 masses de la base de dades per determinar si

s’assoleixen els objectius de segmentació marcats. En aquest peŕıode també es

compararan els resultats de les dues segmentacions, per posteriorment escollir-

ne la més adient.

5. Estudi de les caracteŕıstiques de les masses

Cerca de caracteŕıstiques utilitzades pels radiòlegs a l’hora de realitzar un

diagnòstic de les masses, per posteriorment implementar-les i utilitzar-les en

la nostra classificació.

6. Extracció de caracteŕıstiques

Després de segmentar les imatges, serà el moment d’extreure caracteŕıstiques.
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7. Classificació

Estudi i implementació de diferents mètodes de classificació.

8. Conjunt de proves i anàlisi dels resultats de caracterització i classi-

ficació

Després de tenir diverses segmentacions i classificacions es procedeix a anal-

itzar els resultats obtinguts.

9. Realització de la documentació

Familiarització amb l’entorn de treball de LATEXi redacció de la memòria del

projecte. La redacció de la documentació s’ha portat a terme durant tot el

desenvolupament d’aquest.

10. Preparació de la defensa del PFC
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1.7 Organització de la memòria

La memòria s’ha organitzat en 5 caṕıtols i 1 annex, detallats a continuació:

• Caṕıtol 1: Introducció

Aquest primer caṕıtol és el punt inicial del nostre projecte. S’exposa infor-

mació sobre el càncer de mama i la base de dades utilitzada. Es mostren

els objectius i la planificació proposada per dur a terme el projecte final de

carrera.

• Caṕıtol 2: Segmentació d’una massa

En aquest caṕıtol primerament s’exposen diferents mètodes de segmentació i

n’escollim els dos que utilitzarem per segmentar mamografies. Una vegada

escollits, es realitza l’anàlisi, disseny i implementació de cadascun d’ells.

• Caṕıtol 3: Diagnosi de masses

Aquest caṕıtol descriu les diferents mesures extretes de cada massa, per aix́ı

crear un vector de caracteŕıstiques per massa. Posteriorment s’explica l’es-

tratègia i els classificadors utilitzats per realitzar el diagnòstic de les masses.

També és realitza una petita introducció a les classificacions que s’utilitzen en

termes mèdics per realitzar el diagnòstic.

• Caṕıtol 4: Resultats

Finalment, ha arribat el moment d’exposar els resultats obtinguts.

Primerament, es realitza una comparativa sobre els diferents algorismes de

segmentació estudiats i implementats, per aix́ı extreure conclusions i determi-

nar quin mètode ens dóna millors segmentacions.

Posteriorment, s’analitzen els resultats de classificació per cadascuna de les

tres segmentacions (la del radiòleg i les resultants dels nostres mètodes) i es

compararem els diversos resultats per aix́ı extreure conclusions.
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• Caṕıtol 5: Conclusions i treballs futurs

En aquest últim caṕıtol s’exposaran les conclusions extretes del PFC. També

proposarem diversos punts d’investigació que es podrien dur a terme en futurs

projectes.

• Annex A: Manual d’usuari de la toolbox de Matlab

En aquest annex hi trobarem una breu explicació de cadascuna de les funcions

utilitzades.

• Annex B: Resum de resultats

En aquest annex es mostren el resultat de les segmentacions per cadascuna de

les 40 masses i els resultats dels classificadors més significatius.



Caṕıtol 2

Segmentació d’una massa

A qualsevol imatge es trobaran presents un o diversos objectes localitzats en un

entorn. Segmentar, com observem a la figura 2.1, consisteix en extreure informació

concreta de la imatge, dividint-la en regions i objectes.

La segmentació es basa en tres propietats:

1. Similitud. Cadascun dels ṕıxels d’un element té valors semblants (per alguna

propietat).

2. Discontinüıtat. Els objectes destaquen de l’entorn i tenen per tant uns

contorns definits.

3. Connectivitat. Els ṕıxels que pertanyen al mateix objecte han de ser conti-

gus, és a dir, han d’estar agrupats.

24
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Figura 2.1: Segmentació de la imatge d’una mà

Com s’ha vist al primer caṕıtol, en una imatge mamogràfica el radiòleg hi cerca

la presència de diferents tipus d’anomalies. La segmentació permet separar primer

la regió d’interés de la resta de la mamografia i després la massa de la resta de

teixit de la ROI (que és el que farem en aquest caṕıtol). La necessitat de dividir

la mamografia en diverses regions és útil per facilitar la classificació i el diagnòstic

d’aquestes, ja que l’ull humà no és capaç de captar tots els detalls existents en una

imatge.

2.1 Mètodes de segmentació

Una vegada definit en que consisteix la segmentació analitzarem quins mètodes

existeixen i quins seran els que nosaltres utilitzarem.

Mètodes utilitzats per segmentar imatges:

• Mètodes basats en regions:

1. Creixement de regions: també conegut com Region Growing, consis-

teix en escollir una sèrie de ṕıxels inicials (llavors), als que se li aniran

afegint ṕıxels amb propietats o caracteŕıstiques semblants.
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2. Divisió i unió: també conegut com Split & Merge, consisteix en dividir

la imatge en subimatges amb caracteŕıstiques semblants.

• Mètodes basats en clustering: permeten agrupar ṕıxels amb caracteŕıstiques

semblants (color, textura, intensitat, etc.).

• Mètodes basats en contorns: s’utilitzen com a base d’altres mètodes. Si

detectem el contorn dels objectes de les imatges haurem detectat les fronteres

entre regions i ens serà molt més fàcil realitzar una bona segmentació. Per ex-

emple l’algorisme de contorn actius (Snakes) i l’algorisme de contorn geomètric

actius (Level Sets).

• Altres mètodes: Hi ha una gran quantitat de mètodes per segmentar imat-

ges, combinant diversos algorismes o utilitzant-ne de nous.

– Pattern matching

– Xarxes neuronals.

– Mètodes basats en models.

Una vegada descrits alguns dels mètodes de segmentació més importants, en-

trarem en detall amb els que s’han estudiat i implementat en aquest PFC. Com ja

sabem, un dels objectius d’aquest és localitzar una massa i detectar acuradament el

seu contorn dins d’una regió d’interés. En aquest PFC ens centrarem en els mètodes

de segmentació Region Growing (basat en regions) i Level Sets (basat en contorns).
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2.2 Anàlisi, disseny i implementació de l’algorisme

Region Growing

El creixement de regions [12] consisteix en escollir una sèrie de ṕıxels inicials (llavors),

als que se li aniran afegint ṕıxels vëıns amb propietats o caracteŕıstiques semblants.

Figura 2.2: Creixement de regions amb Region Growing

Observant la figura 2.2, els ṕıxels marcats de color verd formen part d’una

mateixa regió i el groc és el que estem tractant en aquest moment. Aquest ṕıxel

s’agregara a aquesta regió si compleix el criteri d’agregació. Hi ha diversos criteris

d’agregació: intensitat, color, textura. Un de t́ıpic és:

Si es compleix:

|f(x, y)− µRi| <= ∆ (2.1)

llavors afegeix el ṕıxel f(x,y) a la regió Ri i actualitza µRi. On µRi és la mitjana

d’intensitats de tots els ṕıxels de la regió i ∆ un llindar que pot ser fixat a priori o

bé pot ser adaptatiu.
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2.2.1 Pseudocodi del Region Growing

Pseudocodi de l’algorisme extret dels apunts de l’assignatura de Visió per Computa-

dor [15]:

FUNCIÓ RegionGrowing

Marcar tots els pixels com no tractats

(x,y)=llavor

PER tots els pixels (x,y) de la imatge FER

SI el ṕıxel(x,y) no està tractat LLAVORS

Iniciar estad́ıstics nova regió Ri

Marcar pixel(x,y) com a tractat

Explorar(x,y)

Incrementar el nombre de llavors(Ri+1)

FSI

FPER

FFUNCIO

ACCIÓ Explorar(x,y)

MENTRE ((x’,y’)és un ṕıxel adjacent a (x,y) no tractat)

i ((x’,y’) pertany a la regió actual FER

Marcar pixel (x’,y’) com a tractat

Recalcular estad́ıstics regió Ri

Explorar(x’,y’)

FMENTRE

FACCIÓ

Aquest mètode segmenta la imatge realitzant un recorregut d’aquesta. Primerament

marca tots els ṕıxels com a no tractats. Comença a tractar la imatge per la llavor que
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nosaltres li hem assignat. Si el ṕıxel no ha estat tractat hem trobat una nova regió.

Per tant inicialitzem els estad́ıstics de la nova regió, marquem aquest ṕıxel com a

tractat i explorem els seus vëıns. Tots els vëıns no tractats i que pertanyin a aquella

regió (compleixen el criteri d’agregació), els marquem com a tractats, recalculem

els estad́ıstics de la regió i explorem els vëıns de tots aquest ṕıxels. Quan aquesta

regió ja no pot créixer més incrementem el nombre de llavors (Ri+1) i realitzem els

mateixos passos per la nova regió. Repetim el mateix procés fins que tots els ṕıxels

de la imatge hagin estat tractats.

2.2.2 Region Growing per segmentar masses

En aquest apartat especificarem com hem adaptat l’algorisme vist a l’apartat ante-

rior al nostre problema determinat.

Sabem que la lesió que busquem es diferencia de la resta de la imatge mamo-

gràfica perquè els ṕıxels de la massa tenen un nivell de gris més alt i formen un

objecte que destaca sobre la resta. A l’hora d’implementar el codi diferenciarem dos

paràmetres bàsics. El primer, la llavor (el ṕıxel on començara a créixer la regió) i el

segon, el criteri d’agregació a una regió.

Escollir la llavor

Aquest mètode necessita un punt inicial (llavor) des d’on començar a explorar

la imatge. Escollir-lo adequadament ens permetrà obtenir uns millors resultats a la

segmentació. Primerament exposarem els tres mètodes que hem estudiat i tot seguit

quin és el que millor resultats ens ha donat i el que finalment hem utilitzat.

• Llavor a una cantonada de la imatge

Consisteix en col·locar la llavor a qualsevol cantonada de la imatge i fer créixer

la regió a partir d’aquest punt.

Avantatges : troba totes les regions de la imatge, no només la massa.

Inconvenients : cal fer un recorregut de tota la imatge. Com que ja sabem a
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priori que la massa està situada al centre de la imatge, i obtenim segmentacions

innecessàries del teixit mamari.

• Llavor al centre

Consisteix en col·locar la llavor al centre de la imatge i fer créixer la regió a

partir d’aquest punt.

Avantatges : la massa està situada al centre de la imatge, per tant només cal

trobar la primera regió que correspondrà a la lesió que busquem.

Inconvenients : no trobarà la massa si aquesta no es troba al centre de la

imatge.

• Llavor al ṕıxel amb nivell de gris més alt

Consisteix en col·locar la llavor al ṕıxel de la imatge que té el nivell de gris

més alt.

Avantatges : no cal recórrer tota la imatge per segmentar, però śı per trobar

el ṕıxel on començar a créixer la regió

Inconvenients : pot ser que aquest ṕıxel no formi part de la massa, que sigui

una microcalcificació i, ens doni un resultat erroni.

Escollir el criteri d’agregació a una regió

El criteri d’agregació és el que delimita el creixement de la regió. Per cada ṕıxel

no tractat, véı del ja explorat, si compleix aquest criteri s’afegeix a la regió.

• Intensitat o llindar fix

És un dels criteris d’agregació més t́ıpic. Consisteix en fixar un llindar ∆ que

filtrarà els ṕıxels que s’agregaran a la regió Ri, segons si la mitjana d’intensitats

de la regió menys el ṕıxel tractat és menor o igual que aquest llindar. En cas

que el ṕıxel f(x,y) sigui afegit a la regió, cal recalcular els estad́ıstics d’aquesta.

|f(x, y)− µRi| <= ∆ (2.2)
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Avantatges: el llindar es pot adaptar a la imatge que volem segmentar.

Inconvenients: no és un proces automàtic, ja que no hi ha un llindar òptim

igual per totes les imatges.

• Desviació

Aquest criteri d’agregació consisteix en canviar el llindar fix per un d’adaptatiu

relacionat amb la desviació. A tal fi, retallem un quadrat de la imatge, al nostre

cas ens situem al centre de la imatge, que és on hi ha la massa, i retallem un

quadrat de N*N. D’aquest n’obtenim la mitjana i la desviació estàndard. I

amb aquests estad́ıstics obtenim el següent criteri:

(mitjana-3*desviació) < f(x,y) i (mitjana+3*desviació) > f(x,y) (2.3)

Quan es compleix aquest criteri, el ṕıxel f (x,y) s’agrega a la regió Ri.

Avantatges: procés automàtic. No utilitza un llindar fix, sinó que depèn de la

imatge que estem estudiant.

Inconvenients: Pot ser que la resta de ṕıxels de la massa siguin diferents dels

ṕıxels centrals.

2.2.3 Resultats

Un cop estudiades les diferents modificacions de l’algorisme Region Growing , re-

alitzarem testos i proves amb les 40 masses de les imatges de la base de dades de

l’apartat 1.2.

A continuació es mostren alguns dels resultats obtinguts amb cada mètode. Els

exemples exposats en aquest apartat s’han realitzat amb les següents imatges de la

base de dades (MIAS database): ‘rdb021ll.tif’ i ‘rdb005ll.tif’.
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Figura 2.3: Imatges rdb021ll.tif i rdb005ll.-tif i la corresponent segmentació real-
itzada pel radiòleg

1. Llavor a la cantonada i criteri d’agregació de desviació

Aquest mètode és molt lent computacionalment ja que ha de recórrer tota la

imatge, primer per segmentar-la i posteriorment per assignar una etiqueta a

cada regió. S’han realitzat diverses proves, amb diferents mides del quadrat

(d’on calcularem la mitjana i la desviació), i aquest han estat alguns dels

resultats obtinguts.

Figura 2.4: Exemple de segmentació Region Growing amb llavor a la cantonada i
criteri d’agregació de desviació. Quadrats centrals de: 10x10, 20x20, 30x30

Com observem a la figura 2.4 si el quadrat és petit selecciona una part molt

petita de la massa, però per altra banda si és molt gran la regió és massa gran.

Per tant cal buscar una mida que pugui anar bé per qualsevol imatge.
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2. Llavor a la cantonada i criteri d’agregació d’intensitat

És un mètode menys costós que l’anterior ja que realitza menys iteracions

per explorar la imatge i la segmenta en menys regions. Segons el llindar que

utilitzem tindrem un millor o pitjor resultat. A continuació podem observar

alguns dels resultats obtinguts.

Figura 2.5: Exemple de segmentació Region Growing amb llavor a la cantonada i
criteri d’agregació d’intensitat. Amb llindar 10, 15 i 20.

Aquest mètode no és automàtic, ja que el llindar idoni pot variar d’una imatge

a una altra. Tal i com s’observa a la figura 2.5, per la imatge ’rdb021ll.tif ’

el seu llindar idoni estaria entre 10 i 15 i en canvi per la imatge ’rdb005ll.tif ’

estaria entre 15 i 20.

3. Llavor al centre i criteri d’agregació de desviació

Col·locar la llavor al centre ens facilita la feina, ja que des d’un principi sabem

que les masses estan situades al centre de la imatge. Per aquesta raó aquest

mètode serà molt més ràpid a l’hora de segmentar, ja que només cal trobar la

primera regió. Com s’observa a la figura 2.6 com més gran és el quadrat més

gran serà la regió trobada.
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Figura 2.6: Exemple de segmentació Region Growing amb llavor al centre i criteri
d’agregació de desviació. Quadrats centrals de: 10x10, 20x20, 30x30

Aix́ı doncs tenim un mètode automàtic, que ens permet segmentar totes les

imatges d’una tirada sense necessitat de modificar cap paràmetre.

4. Llavor al centre i criteri d’agregació d’intensitat

Aquest mètode igual que l’anterior ens facilita la feina de segmentar pel fet de

col·locar la llavor al centre, però per altra banda tenim el problema del llindar

que no serà el mateix per totes les imatges. Com s’observa a la figura 2.7 no

podem segmentar totes les imatges amb el mateix llindar. Cada imatge té un

llindar idoni per la seva segmentació.
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Figura 2.7: Exemple de segmentació Region Growing amb llavor al centre i criteri
d’agregació d’intensitat. Amb llindar 10, 15 i 20.

5. Llavor al ṕıxel amb nivell de gris més alt i criteri d’agregació de

desviació

Aquest mètode ens dona molts problemes, ja que cerca el ṕıxel amb nivell de

gris més alt que en ocasions no forma part de la massa i per tant no obtin-

drem una bona segmentació. Tal com s’observa a la figura 2.8 podem trobar

microcalcificacions a les mamografies (ṕıxel més blanc) que ens conduirà a una

mala segmentació. Però en d’altres ocasions, aquest ṕıxel més blanc formara

part de la massa (rdb021ll.tif ) i per tant podrem segmentar correctament la

imatge.

Figura 2.8: Exemple de segmentació Region Growing amb llavor al ṕıxel amb nivell
de gris més alt i criteri d’agregació de desviació
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6. Llavor al ṕıxel amb nivell de gris més alt i criteri d’agregació d’in-

tensitat

Aquest procés ens donarà els mateixos problemes explicats pel mètode anteri-

or. L’única diferencia és que les imatges que no continguin microcalcificacions

seran segmentades segons el criteri d’intensitat, utilitzant diferents llindars.

Figura 2.9: Exemple de segmentació Region Growing amb llavor al ṕıxel amb nivell
de gris més alt i criteri d’agregació d’intensitat

2.2.4 Conclusions

Després d’estudiar diferents variacions del mètode de segmentació Region Growing

cal escollir-ne el més adient.

Primer de tot descartarem els que utilitzen com a llavor el ṕıxel més blanc o amb

nivell de gris més alt, ja que ens han donat molt mal resultats per imatges en què

hi ha una microcalcificació.

Per altra banda, tenint en compte que les nostres mamografies tenen les masses

al centre no ens cal segmentar i dividir la imatge en més de dues regions. Realment

el nostre objectiu és diferenciar el que és massa i el que no, per tant si col·loquem la

llavor al centre ens estalviem temps en cada segmentació i assolim el nostre objectiu.

Però ara cal escollir quin criteri d’agregació ens interessa i és més adient. Volem

un procés automàtic, que ajudi al radiòleg a diferenciar la massa de la resta del

teixit mamari. Si utilitzem el criteri d’intensitat caldrà canviar el llindar utilitzat

per cada imatge i realitzar-ne diverses proves per escollir el millor. Tot i aix́ı en
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ocasions podem no utilitzar l’adequat i obtenir uns resultats erronis. Per altra

banda si utilitzem el criteri de la desviació obtindrem un procés més automàtic i

que adaptarà les seves condicions a cada imatge. És per aquesta raó que s’ha escollit

aquest últim criteri per decidir si un ṕıxel forma part de la massa o no.

Aix́ı doncs, utilitzarem l’algorisme de Region Growing col·locant la llavor

al centre de la imatge i el criteri d’agregació de la desviació per segmentar

les mamografies de la base dades. Aquest mètode és el que millor resultats ens ha

donat, encara que les segmentacions obtingudes de les mamografies on no hi un gran

contrast entre la massa i la resta de teixit mamari no han estat del tot encertades.

2.3 Anàlisi, disseny i implementació de l’algorisme

Level Set

El mètode Level Set (LS) és una tècnica numèrica per l’evolució d’interf́ıcies i formes

que va ser desenvolupada als anys 80 pels matemàtics americans Stanley Osher i

James Sethian [17]. Actualment s’utilitza en camps tan diversos com el processament

d’imatges, la geometria computacional, l’optimització · · ·

Una manera simple d’entendre la idea principal del mètode, abans d’aprofundir-

hi matemàticament, és a partir de la següent figura.

Figura 2.10: Imatge del mètode level set
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En aquest figura, la forma 2D de color gris és la regió delimitada per la corba φ

de la que volem saber com pot evolucionar. La superf́ıcie 3D vermella és anomenada

funció Level Set ϕ i mostra com evolucionarà la corba. En el moment actual, la corba

es troba a la intersecció entre el pla x-y, representat en color blau, i el level set. A

un temps posterior, la corba es trobarà a un pla superior (o inferior). D’aquesta

manera la forma queda definida com el conjunt de punts del pla pel quals el valor

de φ és positiu (interior de la forma) o zero (el contorn).

Matemàticament, φ(x, y) = c és un contorn (al mateix nivell o alçada) en un espai

2D, on cada “ tall ”de la funció representa un únic nivell c. El contorn φ(x, y) = 0

que inclou la regió, s’anomena el zero del LS. Per segmentar un objecte, primer cal

construir el LS zero inicial, que es pot realitzar utilitzant un model d’objecte (per

exemple: cercle) o el contorn d’un objecte anteriorment segmentat. Per l’evolució

iterativa, incorporem el paràmetre del temps i realitzem el seguiment del Level Set

zero. Matemàticament, l’evolució es descriu com

ϕ(x(t), y(t), t) = 0,∀t ≥ 0 (2.4)

amb la condició inicial

ϕ(x(0), y(0), 0) = φ(x(0), y(0)).

Diferenciant els dos elements de l’equació 2.4 i utilitzant la regla de la cadena per

equacions diferencials parcials obtenim:

∂ϕ

∂t
+
∂ϕ

∂x

∂ϕ

∂t
+
∂ϕ

∂y

∂ϕ

∂t
+
−→
V · 5ϕ = 0, (2.5)

on5ϕ = (∂ϕ/∂x, ∂ϕ/∂y) és el gradient de la funció de distància i
−→
V = (∂x/∂t, ∂y/∂t)

és la velocitat a la que evoluciona la corba.
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Per tant si el Level Set zero és mou a una velocitat ν, aquest moviment es pot

representar per una equació:

ϕ(t) = ν | 5ϕ| (2.6)

Un desavantatge d’utilitzar la segmentació per Level Set és el seu alt cost computa-

cional, però els autors han proposat diverses solucions per augmentar-ne l’eficiència.

Per exemple, el mètode de Fast Marching (mètode de marxa ràpida) en què l’evolu-

ció de les corbes només és en una direcció o el mètode Narrow Band (mètode de la

banda estreta), que actualitza la funció distància de la regió només prop del zero

del LS.

2.3.1 Fast Marching

El mètode Fast Marching [16](utilitzat per segmentar masses en aquest PFC) va

ser presentat per James A.Sethian al 1996 com una variant més ràpida i eficient de

l’algorisme Level Set.

L’objectiu de Sethian amb aquest mètode era trobar solució a la següent equació,

F | 5T |= 1 =⇒| 5T |= 1/F (2.7)

on | 5T | és el temps i F la velocitat del front.

Aquesta equació prové de considerar una solució estacionària de l’equació 2.6.

Intüıtivament, si T (x, y) representa el temps el qual la corba travessa el punt (x,y),

l’equació 2.7 ens diu que el gradient d’arribada del temps és inversament proporcional

a la velocitat del front.

Per resoldre l’equació 2.7 utilitzarem una aproximació local del gradient. Per

clarificar aquest fet fet farem un canvi de nomenclatura: ara de la T en direm U i

de la F P. A més, a partir d’ara, la velocitat del front vindrà donada per la imatge

de potencial que explicarem més endavant.
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Aix́ı, l’equació 2.7 pot ser discretitzada com:

[max(D−xij U, 0)2 +min(D+x
ij U, 0)2 +max(D−yij U, 0)2 +min(D+y

ij U, 0)2]1/2 = 1/P

(2.8)

on U(x, y, 0) = 0, D−xij U = (Uij −Ui−1,j)/(xi− xi−1), D
+x
ij U = (Ui+1,j −Ui,j)/(xi+1−

xi), D
−y
ij U = (Uij − Ui,j−1)/(yj − yj−1)iD

+y
ij U = (Ui,j+1 − Uij)/(yj+1 − yj)

I canviant termes, l’equació 2.8 es descomposa com:

[max(D−xij U,−D+x
ij U, 0)2 +max(D−yij U,−D

+y
ij U, 0)2]1/2 = 1/P (2.9)

Aquesta equació s’aplica a tots els punts de la graella, que es poden classificar en

tres tipus:

1. Alive: són els punts dels que coneixem el valor de U (gradient).

2. Trial: són punts al voltant dels Alive, on la propagació s’està calculant. Quan

s’ha calculat el seu gradient passant a ser Alive.

3. Far: són punts on la propagació encara no ha arribat. Durant la propagació

aquest passaran a ser Trial.

L’ordre de propagació a l’hora de seleccionar els punts a la graella es produeix de

menor a major valor de U. La figura 2.11 explica aquesta idea: a la figura (a), el

punt negre (alive) representa el punt inicial; a la figura (b) es calcula el valor de

U per tots els vëıns del punt negre; aquests vëıns es converteixen de far(blanc) a

trial(gris); a la figura (c) el punt trial amb el valor de U més petit és escollit (per

exemple “A”); a la figura (d) es calcula el valor de U per tots els vëıns del punt

A, convertint aquests de far a trial. A la figura (e) el punt trial amb el valor de

U més petit és escollit (per exemple “D”); a la figura (f) els vëıns del punt D es

converteixen de far a trial. I aix́ı successivament.
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Figura 2.11: Evolució dels ṕıxels amb el mètode Fast Marching

El mètode Fast Marching només necessita recórrer la imatge una vegada i es

resumeix en:

• Inicialització: Primerament per cada punt de la graella, Ui,j =∞ (no sabem

a quin temps arribaran) i etiquetem tots els punts com a far. Tot seguit

establim el punt inicial (i, j) = p0, amb temps 0, Up0 = 0 i etiquetat com a

trial.

• Bucle: El bucle consisteix en buscar el punt (imin, jmin) etiquetat com a trial

amb el valor de U més petit i canviar-li l’etiqueta per alive. I finalment per

cadascun dels 4 vëıns (k,l) del punt (imin, jmin):

– Si (k,l) està etiquetat far, passar a la llista de trial i eliminar de far.

– Si (k,l) no és alive, calcular Uk,l segons l’equació discreta 2.8.
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2.3.2 Pseudocodi del Fast Marching (Level Set)

FUNCIÓ FastMarching

Marcar tota la matriu U amb ∞

Marcar tota la matriu label amb 0

p0=llavor

U(p0)=0

label(p0)=trial

MENTRE hi hagi trial FER

minim = buscar trial amb U més petita

label(minim)= alive

PER cada véı FER

SI label(vei)= far LLAVORS

label(vei)= trial

FSI

SI label(vei)6= alive LLAVORS

U = calcular gradient(minim,U,potencial)

FSI

FPER

FMENTRE

FFUNCIÓ

La funció calcular gradient ha de calcular el valor de U per tots els vëıns de

(imin, jmin) que estiguin etiquetats com a trial d’acord amb la funció

[max(D−xij U,−D+x
ij U, 0)2 +max(D−yij U,−D

+y
ij U, 0)2]1/2 = 1/P (2.10)
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Però per simplificar l’operació considerarem que a nivell de ṕıxels amb 4 vëıns,

coneixent UB, UA, UE i UD podem calcular el valor UX (figura 2.12).

Figura 2.12: Fast marching, calcular valor de UX

Suposant que UD < UE i que UB < UA obtenim la següent equació

(UX − UD)2 + (UX − UB)2 = 1/p2 (2.11)

i per tant

UX =
2(UB + UD)±

√
4(UB + UD)2 − 8(UB

2 + UD
2 − 1/p2)

4
(2.12)

2.3.3 Level Sets per segmentar masses

En aquest apartat estudiarem i implementarem l’algorisme de segmentació Fast

Marching (Level Set) per acabar d’assolir el primer objectiu d’aquest PFC (localitzar

el contorn d’una massa en una regió d’interés) [19].

Tenint en compte que aquest mètode utilitza la imatge de potencial per fer crèixer

la regió, cal realitzar un pre-processat de la imatge.
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Pre-processat de la imatge

El processat d’una imatge consisteix en aplicar tècniques per millorar-ne la qualitat,

remarcar algun aspecte concret, etc.

Nosaltres ens centrarem en l’ús de filtres, que es poden utilitzar per modificar les

imatges ja sigui per detectar contorns, modificar l’aspecte de la imatge o eliminar

el soroll que hi pugui existir. Aplicar un filtre vol dir produir una convolució entre

un ṕıxel i els seus vëıns respecte a una funció. La convolució és la base del filtratge,

engloba les operacions matemàtiques que es generen a l’hora d’aplicar el filtre a la

imatge. Aquests filtres es poden representar com matrius de dimensió NxM, molt

més petites que la matriu de la imatge, que es desplacen per tota la imatge calculant

el nou valor de cada ṕıxel.

Existeixen diferents tipus de filtres, classificats en espaials, les operacions es fan

directament sobre la imatge segons els ṕıxels vëıns, o freqüencials, les operacions es

realitzen sobre la transformada de Fourier de la imatge.

Podem distingir entre filtres passa baixes i passa altes. Els passa baixes filtren

les freqüències altes, per reduir el soroll de les imatges i com a conseqüència l’imatge

resultant és més borrosa i difusa. Els passa altes filtren les freqüències baixes, per

augmentar el contrast i com a conseqüència accentuar els contorns.

En aquest PFC s’ha utilitzat el filtre passa baixes Gaussià, amb l’objectiu d’e-

liminar el soroll de les imatges.

Filtre Gaussià

A l’aplicar el filtre Gaussià en una imatge, aquesta es difumina per tal de reduir el

soroll que hi pugui haver en aplicar-li una funció Gaussiana.

Soroll en una imatge és el fet que un ṕıxel tingui un valor que realment no és el

que li correspon i l’objectiu d’aplicar aquesta funció és estimar el valor original del
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ṕıxel, que pot ser causat per diversos factors. Un d’ells és l’equip d’adquisició de la

senyal, pot estar mal calibrat o també és pot produir soroll durant la transmissió de

la imatge, possibles interferències o pèrdues de bits durant aquesta.

El soroll es pot classificar en Gaussià o Impulsiu:

- Gaussià : té un espectre d’energia constant per totes les freqüències.

- Impulsiu o Salt & Pepper : apareixen ṕıxels amb valors arbitraris molt diferents a

la resta dels ṕıxels vëıns.

El soroll Gaussià afecta a tota la imatge i la intensitat de cada ṕıxel es veu

afectada. En canvi, el soroll impulsiu està més centrat en punts concrets de la

imatge que prendran valors de 0 a 255 però sense cap tipus de lògica.

Com ja s’ha explicat, per aplicar un filtre a una imatge cal realitzar una con-

volució. En el cas del filtre Gaussià s’utilitza una màscara espacial segons la funció

de Gauss. Per calcular la màscara s’utilitza la distribució de Gauss, que en 2D té

aquesta forma:

G(x, y) =
1

2Πσ
e−

x2+y2

2σ2 (2.13)

on la σ és la desviació estàndard de la distribució i genera una gràfica com la de la

figura 2.13.

Figura 2.13: Distribució Gaussiana
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Els valors que s’extreuen de la distribució són els que s’utilitzen per crear la

mascara.

Per aplicar aquest filtre a les imatges mamogràfiques del nostre projecte hem

utilitzat les funcions de Matlab: fspecial per generar el filtre i imfilter per aplicar el

filtre a la imatge.

- fspecial : genera un filtre Gaussià, passa baixes i simètric, de mida NxM i amb

una desviació estàndard σ (positiva).

- imfilter : filtra la imatge amb la màscara creada anteriorment.

Un exemple d’aquest procés és el de la figura 2.14, imatge filtrada amb una

màscara de 10x10 i amb una desviació de 5.

Figura 2.14: Exemple d’utilització del filtre Gaussià

Imatge de potencial

Com s’ha explicat a l’apartat anterior el mètode Fast Marching utilitza la imatge de

potencial per realitzar la segmentació. La imatge de potencial mostra el potencial

de cada ṕıxel, que en el nostre cas, serà inversament proporcional a la distància

entre els ṕıxels i els contorns: com més aprop del contorn més alt és el potencial del

ṕıxel.

La imatge de potencial en el nostre cas ens marcarà la velocitat del front, és a

dir, amb quina rapidesa arribem a un punt determinat. Aquest vindrà determinat
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per la imatge de gradient, que la podem obtenir a partir de filtres, però amb imatges

mamogràfiques és millor si l’obtenim a partir d’operacions morfològiques.

Per obtenir aquesta imatge de gradient realitzem els passos següents:

1. Crear un element estructural que posteriorment utilitzarem. Amb la funció

strel(’disk’,R) de Matlab obtenim una matriu de valors discrets relatius a un

valor central en forma de disc pla amb radi R que serà el nostre element

estructural.

2. Utilitzar les operacions morfològiques Erode i Dilate sobre la imatge original

i amb l’element estructural anterior.

Dilate

En una imatge binària l’operació Dilate provoca que un ṕıxel valgui 1 a la

imatge processada si aquest mateix ṕıxel o qualsevol del seus vëıns valien 1

a la imatge original. En una imatge a nivell de gris dóna prioritat als ṕıxels

amb valor d’intensitat lumı́nica majors, l’efecte per tant serà aclarir la imatge

(figura 2.15 b). Les zones fosques de la imatge tendeixen a desaparèixer, aix́ı

com els forats de dins de la imatge. La funció que realitza aquesta operació a

Matlab és imdilate(I,se), on I és la imatge original i se l’element estructural.

Erode

En una imatge binària l’operació Erode provoca que un ṕıxel valgui 1 a la

imatge processada si aquest mateix ṕıxel i tots els seus vëıns valien 1 a la

imatge original. En una imatge a nivell de gris dóna prioritat als ṕıxels amb

valor d’intensitat lumı́nica menors, l’efecte serà enfosquir la imatge (figura

2.15 c). Les zones clares de la imatge tendeixen a desaparèixer. La funció de

Matlab que realitza aquesta operació és imerode(I,se), on I és l’imatge original

i se l’element estructural.
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3. Finalment obtenim la imatge de gradient restant el resultat del dilate menys

el de l’erode (imatge 2.15(d), que mostra el complementari de la imatge de

gradient per a una millor visualització).

Figura 2.15: Resultat del procés per obtenir la imatge de gradient. (a) Imatge
original (b) Dilate de la imatge original amb element estructural ’disk’ de 5 (c)
Erode de la imatge original amb element estructural ’disk’ de 5 (d) Complement de
la imatge de gradient

Una vegada s’ha realitzat el pre-processat de la imatge, procedim a executar el

mètode Fast Marching tal i com hem explicat a l’apartat 2.3.2.

2.3.4 Resultats

Un cop implementat el mètode cal realitzar testos i proves amb les 40 masses de la

base de dades de l’apartat 1.2. Exposarem els resultats de segmentació obtinguts

de les imatges: ’rdb021ll.tif’ i ’rdb005ll.tif’ (imatge 2.3).
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El punt inicial del nostre mètode serà el ṕıxel central de cada imatge, aix́ı aprof-

item el fet de tenir les masses centrades al centre de la imatge.

Comença a segmentar la imatge des del seu punt inicial i va evolucionant cap a

l’exterior d’aquest (figures 2.16 i 2.17).

Figura 2.16: Evolució de la segmentació per la imatge ’rdb021ll.tif ’
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Figura 2.17: Evolució de la segmentació per la imatge ’rdb005ll.tif ’
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Les figures 2.16 i 2.17 ens permeten visualitzar l’evolució de la segmentació.

Un dels problemes que hem trobat, però, és que aquest mètode no té una manera

automàtica d’aturar-se. Per aturar el procés s’ha de fer manualment, quan la persona

que està segmentant la imatge ho creu convenient (imatge 2.18).

Figura 2.18: Resultat de la segmentació per Fast Marching de les imatges
’rdb005ll.tif ’ i ’rdb021ll.tif ’

2.3.5 Conclusions

Després d’implementar i analitzar el mètode de segmentació Fast Marching és hora

d’extreure’n conclusions.

D’aquest mètode cal destacar-ne que no té una manera automàtica d’aturar-

se. Sempre es necessitarà una persona que aturi la segmentació quan ell ho cregui

adient. Això pot suposar inconvenients, com la lentitud del procés, però per altra

banda tindrà l’avantatge de ser supervisat sempre per un expert en anàlisi d’imatges

mamografiques.

Als resultats exposats a l’apartat anterior observem que la segmentació s’acosta

a l’obtinguda manualment pel radiòleg, tot i que sempre té tendència a arrodonir

la forma de la massa i per tant mai obtindrà una regió amb els contorns punxeguts

com els de la segmentació manual del metge.



Caṕıtol 3

Diagnosi de masses

Les masses són lesions tridimensionals que poden representar un signe de càncer

de mama. La seva malignitat ve descrita per una sèrie de caracteŕıstiques mor-

fològiques, com poden ser la seva localització, la mida, la forma, l’efecte sobre el

voltant del teixit, la densitat, el contorn, etc.

Com ja sabem, l’objectiu final d’aquest PFC és realitzar un diagnòstic per cadas-

cuna de les 40 masses. En aquest caṕıtol es pretén estudiar i implementar diferents

caracteŕıstiques morfològiques que permetran realitzar una classificació de les mass-

es. També analitzarem els diferents classificadors testejats i l’estratègia utilitzada

per obtenir els resultats.

3.1 Caracterització i classificació mèdica

Al voltant del 20 % de la patologia mamària són tumors o masses benignes. Aquestes

lesions tenen, en general, un contorn regular, són homogènies i presenten calcifica-

cions grosseres, disperses de densitat i de forma homogènia. Per altra banda, són

signes de malignitat els nòduls densos i de contorn irregular, les microcalcificacions

agrupades, fines i irregulars i la desestructuració del teixit mamari.

52
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En més detall, per classificar un tumor en benigne o maligne els radiòlegs utilitzen

les següents caracteŕıstiques [18]:

• Localització: la localització de la massa pot ser establerta a partir de l’exam-

en f́ısic si la massa és palpable. En cas contrari, pot ser determinada utilitzant

diverses mamografies amb diferents vistes. La seva localització és important

perquè el càncer de pit tendeix a desenvolupar-se a la zona perifèrica del pit.

Aix́ı doncs la posició d’una massa pot aixecar sospita cap a la malignitat

d’aquesta.

• Mida: la mida per si sola no és capaç de pronosticar malignitat. Però, la seva

progressió śı que és senyal de malignitat.

• Forma: depenent de la forma la massa es pot dividir en cinc tipus: arrodonida,

ovalada, lobulada, nodular (distorció irregular) i estrellada (arquitectònica).

La figura 3.1 mostra les diferents formes que poden adquirir les masses, or-

denades de més benignes a més malignes, tot i que hi poden haver-hi masses

circulars malignes i per descomptat masses espiculars benignes.

Figura 3.1: Possibles masses, ordenades segons la seva probabilitat de benignitat,
depenent de la seva forma [18]

• Contorn: el marge és la frontera d’una massa i cal examinar-se cuidadosa-

ment, ja que és un dels criteris més importants per determinar si aquesta
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pot ser benigne o maligne. Les masses es poden classificar en cinc conjunts,

mostrats a la figura 3.2, definits per l’estàndard BIRADS (Breast Imaging

Reporting Data System):

– Circumscrita: contorns ben definits amb una transició abrupta entre el

teixit adjacent i la lesió.

– Obscura: no es pot definir el contorn. Els marges estan ocults o super-

posats de teixit normal adjacent.

– Microlobular: marges ondulats, petits cercles al llarg del marge de la

massa.

– Mal definits: marges mal definits i dispersa.

– Espiculada: la lesió es caracteritza per tenir forma d’estrella. El marge

esta marcat per ĺınies primes en forma radiant.

Figura 3.2: Possibles masses, ordenades segons la seva probabilitat de benignitat,
depenent del seu contorn [18]
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Resumint, les masses canceŕıgenes solen estar aproximades al voltant de les zones

opaques i, normalment, solen adoptar formes estrellades i amb el contorn poc definit.

Per altra banda les masses benignes solen tenir un contorn molt definit i una forma

arrodonida. A la figura 3.3 es poden veure diferents exemples dels tipus de masses:

la figura (a) mostra un exemple de massa benigne ovalada i circumscrita i a la figura

(b) observem un exemple de massa maligne estrellada i espiculada.

Figura 3.3: Exemple de diferents tipus de masses

3.2 Caracterització de les masses

Per una posterior classificació de les masses cal extreure caracteŕıstiques que ens

permetin dir si la massa trobada és benigne o maligne. En aquest apartat es de-

scriuen quins dels estad́ıstics utilitzats pels radiòlegs hem dissenyat i implementat.

Distingirem entre caracteŕıstiques relacionades amb l’intensitat, la forma, la textura

i el contorn. No es tindrà en compte la localització, ja que les masses estan centrades

a la imatge i no podem saber de quin lloc exacta han estat extretes.

Una vegada segmentada la mamografia obtenim una imatge com la de la figura

3.4 (b), on la massa és representada de color blanc. Com que el que ens interessa és

obtenir les caracteŕıstiques de la massa, realitzem una multiplicació amb la imatge

original i aix́ı obtenim una nova imatge que serà la que utilitzarem per extreure car-

acteŕıstiques de l’interior de la massa (figura 3.4 (c)). També farem servir la imatge
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oposada (figura 3.4 (d)), que ens permetrà extreure caracteŕıstiques de l’exterior de

la massa. I finalment per extreure caracteŕıstiques de contorn utilitzarem les figures

3.4 (e) i 3.4 (f).

Figura 3.4: (a) Regió d’interès que inclou una massa (b) Segmentació de la massa
(c) Imatge resultant, per extreure caracteŕıstiques de la massa (d) Imatge resultant
de l’exterior de la massa, per extreure caracteŕıstiques (e) Imatge de contorns (f)
Imatge de contorns a nivell de gris



CAPÍTOL 3. DIAGNOSI DE MASSES 57

3.2.1 Caracteŕıstiques d’intensitats

La intensitat representa el valor que pot adoptar un ṕıxel dins d’un rang acotat ([0-

255] a nivell de gris). Com ja sabem la massa destaca sobre la resta de la mamografia,

ja que esta formada per ṕıxels amb nivell de gris més alt (major intensitat). Aix́ı

doncs, extraurem les següents caracteŕıstiques d’intensitat:

1. Mitjana: la mitjana X d’un conjunt finit es calcula sumant tots els seus val-

ors xi i dividint entre el número de sumands n:

X =

∑n
i=1 xi
n

(3.1)

Calcularem dos mitjanes:

• Mitjana interior : el valor mig d’intensitat de la massa (figura 3.4 (c)).

• Mitjana exterior: el valor mig d’intensitat de l’exterior de la massa (figura

3.4 (d)).

2. Ratio: és la proporció o relació entre dos magnituds:

ratioAB =
magnitudA

magnitudB
(3.2)

Aquesta mesura l’utilitzarem per relacionar la mitjana d’intensitats internes i

externes.

3. Desviació estàndard: és la mesura de la dispersió de les dades d’una mostra

respecte el seu valor mig:

σ =

√√√√ 1

n− 1

n∑
i=1

(xi − x)2 (3.3)
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Aquesta mesura l’utilitzarem per estudiar la distribució de les intensitats. Per

tant, calcularem la desviació únicament de la massa. Ens informarà de la

homogenëıtat d’intensitats de l’interior de la massa.

3.2.2 Caracteŕıstiques de forma

La forma és la representació gràfica d’un objecte. La forma d’una massa pot ajudar a

determinar el seu diagnòstic, és per aquesta raó que s’estudien i calculen les següents

caracteŕıstiques:

1. Àrea: l’àrea és la superf́ıcie compresa dins d’una figura. La definim com el

nombre de ṕıxels de la massa.

2. Peŕımetre: el peŕımetre d’un poĺıgon és la suma de les longituds de tots els

seus costats. Per tant la definim com el nombre de ṕıxels que pertanyen al

contorn de la massa.

3. Circularitat: la circularitat d’un objecte determina si aquest s’acosta a la

forma circular. Aquesta mesura pren valors entre 0 i 1, essent 1 un cercle

perfecte i 0 una regió que tingui alçada i/o ample igual a zero. Ens informa si

la massa tendeix a una forma arrodonida o no:

Circularitat =
4πArea

Perimetre2
(3.4)

4. Moments d’inèrcia: El moment d’inèrcia és la magnitud escalar que reflexa

la distribució de masses d’un cos en rotació respecte el seu eix de gir. El

moment només depèn de la geometria del cos i ve donat per l’equació 3.5.

mrs =
∑
i,jε<

xrys (3.5)
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on < és el conjunt de ṕıxels de la regió. El paràmetre r+s denota l’ordre del

moment. El moment d’ordre zero m00 correspon a l’àrea de la regió. El centre

de gravetat d’una regió queda definit per:

x =
m10

m00

y =
m01

m00

(3.6)

Amb l’ajuda de les coordenades del centre de gravetat es defineixen els mo-

ments centrals, que són invariants al desplaçament de l’objecte dins la imatge:

µrs =
∑
r,sε<

(x− x)r(y − y)s (3.7)

Per calcular els moments de les masses utilitzarem les caracteristiques derivades

dels moments centrals anomenats moments de Hu [14]:

φ1 = η20 + η02

φ2 = (η20 − η02)
2 + 4η2

11

φ3 = (η30 − 3η12)
2 + (3η21 − η03)

2

φ4 = (η30 + η12)
2 + (η21 + η03)

2

φ5 = (η30 − 3η12)(η30 + η12)[(η30 + η12)
2 − 3(η21 + η03)

2]+

(3η21 − η03)(η21 + η03)[3(η30 + η12)
2 − (η21 + η03)

2]

φ6 = (η20 − η02)[(η30 + η12)
2 − (η21 + η03)

2]+

4η11(η30 + η12)(η21 + η03)

φ7 = (3η21 − η03)(η30 + η12)[(η30 + η12)
2 − 3(η21 + η03)

2]−

(η30 − 3η12)(η21 + η03[3(η30 + η12)
2 − (η21 + η03)

2]

on

ηrs =
µrs
µt00

t =
r + s

2
+ 1

(3.8)
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Els moments de Hu són invariants a la translació, rotació i escala. Això vol

dir que dos regions que tinguin la mateixa forma, però mida diferent i que

estiguin ubicats a posicions i orientacions diferents a la imatge tindran els

mateixos moments.

3.2.3 Caracteŕıstiques de textura

La textura és l’aparença externa de la forma que podem percebre mitjançant la vista

o el tacte. Aquestes caracteŕıstiques proporcionen informació sobre la distribució

espaial del color a la imatge. Per analitzar les masses utilitzarem les matrius de

co-ocurrencia.

Matriu de co-ocurrència: representa la probabilitat de què existeixin dos

punts amb nivell de gris i,j respectivament, tals que estiguin a una distància d i en

una orientació θ donades (orientacions: 0o, 45o, 90o i 135o). Aix́ı doncs, una posi-

ció de la matriu (i,j) correspon al nombre de ṕıxels d’intensitats i i j separats una

distància i un angle determinats. La dimensió d’aquesta matriu és sempre quadra-

da i de dimensió del nombre de nivells de gris (ex: 4 bits=16x16). La matriu de

co-ocurrència utilitzada és calculada a distància 1 amb un angle de 45o i posterior-

ment s’han calculat els estad́ıstics relacionats amb el contrast, correlació, energia,

homogenëıtat i entropia de la imatge.

1. Mitjana: la mitjana simbolitza el valor central de la imatge:

µx =
n∑
i=1

imij µy =
n∑
j=1

jmij (3.9)

on n és el nombre de nivells de gris que s’han utilitzat per calcular la matriu

de co-ocurrència. I m és l’element (i,j) de la matriu dividit per la suma de tots

els elements. D’aquest estad́ıstic calculem:

• Sumatori de la mitjana



CAPÍTOL 3. DIAGNOSI DE MASSES 61

• Diferència de la mitjana

2. Desviació estàndard: la variància denota el terme mig de la variable d’in-

tensitat de la massa:

σ2
x =

n∑
i=1

(i− µx)2mij σ2
y =

n∑
j=1

(i− µy)2mij (3.10)

D’aquest estad́ıstic calculem:

• Sumatori de la variància

• Diferència de la variància

3. Contrast: el contrast (equació 3.11) indica la variació local en la imatge.

Aquesta mesura aportarà informació sobre el contrast entre els ṕıxels que

formen la massa a una determinada distància i angle. Per imatges uniformes

el seu valor és proper a 0.

Contrast =
n∑

i,j=1

(i− j)2m(i, j) (3.11)

4. Correlació: la correlació (equació 3.12) en estad́ıstica indica la força i la

direcció d’una relació lineal entre dos variables aleatòries. Aquesta mesura

aportarà informació sobre la correlació entre els ṕıxels de la massa a una

determinada distància i angle.

Correlacio =
n∑

i,j=1

(i− µx)(j − µy)mij

σxσy
(3.12)

Si els ṕıxels de la massa estan correlacionats el valor d’aquest estad́ıstic és 1 o

-1.

5. Energia: l’energia (equació 3.13) indica la uniformitat de la imatge. Aquesta

mesura aportarà informació sobre la distribució de les parelles d’intensitats de
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la massa a una determinada distància i angle.

Energia =
n∑

i,j=1

m(i, j)2 (3.13)

Per imatges uniformes el seu valor és 1.

6. Homogenëıtat: la homogenëıtat (equació 3.14) indica si els valors estan

concentrats a la diagonal de la matriu. Aquesta mesura aporta informació

sobre la semblança de les intensitats a una determinada distància i angle.

Homogeneitat =
n∑

i,j=1

m(i, j)

1 + |i− j|
(3.14)

Per valors grans, imatge homogènia.

7. Entropia: l’entropia (equació 3.15) ens aporta informació de la imatge. Es té

en compte la repetició de parelles d’intensitat de la massa a distància i angle

determinat.

Entropia = −
n∑

i,j=1

mijlog(mij) (3.15)

D’aquest estad́ıstic calculem:

• Entropia total

• Sumatori de l’entropia

• Diferència de l’entropia
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3.2.4 Caracteŕıstiques de contorn

El contorn és l’objecte gràfic que es forma quan el traç d’una ĺınia s’uneix al mateix

punt. El contorn delimitarà dues zones:

1. El contorn i la massa.

2. L’exterior de la massa.

Per obtenir la imatge de contorn de la massa crearem l’element estructural en forma

de disc pla (‘disk ’) amb un radi R de 4. Aquest, l’utilitzarem posteriorment per

les operacions morfològiques Erode i Dilate. Sumant el resultat de 5 erodes (figura

3.5 (a))(el contorn creixerà cap a l’interior de la massa) i 5 dilates (figura 3.5 (b))

(contorn creixerà cap a l’exterior de la massa) obtindrem l’àrea on calcularem les

caracteŕıstiques (figura 3.5 (c)).

Figura 3.5: (a) Resultat dels 5 erodes(b) Resultat dels 5 dilates (c) Àrea on calcu-
larem les caracteŕıstiques

De la imatge dels contorns de la massa n’extraurem diverses caracteŕıstiques

mitjançant la imatge mamogràfica original.
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1. Mitjana: calcularem la mitjana dels 5 erodes i dels 5 dilates. Per tant obtin-

drem 10 mesures que ens informaran del valor mig de cada contorn.

2. Desviació estàndard: calcularem la desviació estàndard dels 5 erodes i dels

5 dilates. Per tant obtindrem 10 mesures que ens informaran de la distribució

de cada contorn.

3. Contrast: el contrast és la diferencia relativa en intensitat entre un punt

d’una imatge i el seu voltant. Calcularem diferents mesures de contrast [10].

Siguin

• I: la massa.

• O: l’exterior de la massa.

• E(X): la mitjana del ṕıxels de X.

• Var(X): la variància dels ṕıxels de X.

• H(X,i): la fracció de ṕıxels de X amb intensitat i.

Els diferents contrastos calculats són:

• Contrast 1: és una mesura de distància entre els dos histogrames a nivell

de gris de I i O. El quadrat de la diferència entre les dos mitjanes, dividida

entre la suma de les variàncies de les dos àrees:

Contrast1 =
(E(I)− E(O))2

V ar(I) + V ar(O)
(3.16)

• Contrast 2: aquest valor representa també la distància entre els dos his-

togrames. Per cada entrada de l’histograma (normalitzat) de les dos

àrees, es calcula el valor absolut de la diferència:

Contrast2 =
∑
i

|H(I, i)−H(O, i)| (3.17)
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• Contrast 3: mesura calculada als dos histogrames, divergència:

Contrast3 =
∑
i

(H(I, i)−H(O, i))ln
H(I, i)

H(O, i)
(3.18)

• Contrast 4: calcula el coeficient de Bhattacharyya:

Contrast4 = −ln
∑
i

(H(I, i)H(O, i))−
1
2 (3.19)

• Contrast 5: calcula la distància de Matsutsita:

Contrast5 =

√∑
i

(H(I, i)−H(O, i))2 (3.20)

4. Densitat: la densitat es refereix a la quantitat de matèria que hi ha en un

determinat volum.

• Isodense 1: és la fracció de ṕıxels de l’àrea exterior que tenen un valor

menor que un llindar t. El llindar ve donat pel nivell d’intensitat tal que

el 10% dels ṕıxels de la zona interior sigui menor. El llindar es busca

mitjançant:
t∑

j=0

H(I, j) < 0.1 (3.21)

donant la funció:

Isodense1 =
t∑

j=0

H(O, j) (3.22)

• Isodense 2: també calcularem la fracció de ṕıxels de l’àrea interior que

són més grans que el llindar del 90% de la intensitat dels ṕıxels de l’àrea

externa. El valor del llindar ve donat per:

t∑
j=0

H(O, j) < 0.9 (3.23)
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aix́ı trobem la segona caracteŕıstica de densitat:

Isodense2 = 1−
t∑

j=0

H(I, j) (3.24)

3.2.5 Resum de caracteŕıstiques

Resumint, hem extret fins a 51 caracteŕıstiques de les 40 masses. Per tant tenim

un vector de 51 posicions per cada massa, un total de 40 vectors i 2080 mesures.

Concretament s’han obtingut:

• Caracteŕıstiques d’intensitat:

1. Mitjana d’intensitats de l’interior de la massa.

2. Ratio entre les mitjanes d’intensitats internes i externes.

3. Desviació estàndard o variància de les intensitats de la massa.

• Caracteŕıstiques de forma:

1. Àrea de la massa.

2. Peŕımetre de la massa.

3. Circularitat de la massa.

4. Moments d’inèrcia de Hu (7 moments).

• Caracteŕıstiques de textura:

1. Contrast de la massa.

2. Correlació dels ṕıxels de la massa.

3. Energia de la massa.

4. Homogenëıtat de la massa.

5. Entropia de la massa.
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6. Suma d’entropies.

7. Suma de mitjanes.

8. Suma de desviacions estàndards.

9. Diferència d’entropies.

10. Diferència de mitjanes.

11. Diferència des desviacions estàndards.

• Caracteŕıstiques de contorn:

1. Mitjana dels cinc erodes.

2. Mitjana dels cinc dilates.

3. Desviació estàndard dels cinc erodes.

4. Desviació estàndard dels cinc dilates.

5. Cinc mesures de contrast.

6. Dos mesures de densitat.

La següent taula mostra un resum de les caracteŕıstiques utilitzades en aquest PFC:

Caracteŕıstiques Nombre
Intensitat 3
Forma 10
Textura 11
Contorn 27
TOTAL 51

Taula 3.1: Resum de les caracteŕıstiques extretes
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3.3 Classificació automàtica de masses

L’aspecte que presenten les masses a les mamografies no sempre està tant ben definit

com es voldria i per aquest motiu hem buscat un mètode que ens permeti classificar

les masses automàticament. Aquesta eina pot ser de gran ajuda pels radiòlegs a

l’hora de realitzar un diagnòstic.

Prèviament a la classificació s’han segmentat i extret caracteŕıstiques de les 40

imatges mamogràfiques. Per classificar necessitem un vector amb les caracteŕıstiques

anteriorment esmentades i un altre vector amb el diagnòstic del radiòleg d’un conjunt

de masses que utilitzarem com entrenament. Amb aquests dos vectors constrüım una

matriu de dades, on les columnes representen les etiquetes (B=benigne, M=maligne)

amb el diagnòstic de l’especialista i les files representen el vector de caracteŕıstiques.

Per poder automatitzar aquest procés necessitem els classificadors i una es-

tratègia de classificació.

3.3.1 Classificadors

Classificar consisteix en agrupar conjunts d’elements amb caracteŕıstiques comunes.

En el nostre cas disposem d’imatges mamogràfiques amb vectors de caracteŕıstiques

que les defineixen. Tenim definits dos grups d’imatges, les que contenen masses

benignes i les malignes. Per tant cada imatge tindrà l’etiqueta B/M segons el di-

agnòstic del radiòleg. Però ara el nostre objectiu és distribuir el conjunt d’imatges

segons les caracteŕıstiques particulars de cada grup que s’han extret del vector an-

teriorment esmentat.

Per realitzar aquesta classificació s’utilitza l’aprenentatge automàtic, camp de la

intel·ligència artificial que extreu coneixements a partir d’observacions i els utilitza

per realitzar una classificació. Nosaltres farem servir el train-test (entrenament-test)
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que utilitza un subconjunt de dades per analitzar i un altre com a entrenament, per

observar-les i col·locar l’etiqueta corresponent a les de test.

Per realitzar aquesta classificació automàticament utilitzarem els classificadors,

software que assigna a cada imatge una etiqueta (B/M) segons el seu vector de

caracteŕıstiques. Els que s’han utilitzat en aquest PFC s’han extret del PRTools de

la Delft University of Technology [13], toolbox de Matlab utilitzada pel reconeixement

de patrons estad́ıstics.

S’utilitzaran 4 classificadors diferents:

• Classificadors lineals:

– fisherc = Minimum least square linear classifier

• Classificadors no lineals:

– knnc = k-nearest neighbor classifier

– treec = binary decision tree classifier

– svc = support vector classifier

3.3.2 Selecció de caracteŕıstiques (Feature selection)

Per classificar les masses podem utilitzar totes les caracteŕıstiques o bé seleccionar del

vector les que millor resultats ens poden donar. En aquest projecte, primerament

s’utilitzaran totes les calculades i posteriorment es realitzarà una selecció de les

millors amb el mètode SFFS (sequential floating forward selection).

L’algorisme de selecció SFFS escull els atributs o caracteŕıstiques amb les que

obtenim millors resultats. A cada pas de selecció s’afegeix un atribut i es suprimeix,

si cal, l’atribut que fa que amb la seva absència millori la resta d’atributs seleccionats

fins al moment. Aquest procés realitza tants passos com combinacions possibles i

finalment obtenim un vector amb les millors caracteŕıstiques de l’anterior.
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3.3.3 Estratègia: leave one-out

Una vegada tenim el classificador i la matriu amb les caracteŕıstiques i etiquetes

corresponents a cada massa utilitzarem una tècnica d’avaluació que ens permetrà

mitjançant les mesures de les masses i el diagnòstic del radiòleg realitzar una valo-

ració objectiva del model.

L’estratègia que hem fet servir és l’anomenada leave one-out, que genera tants

parells de train-test (entrenament-test) com masses. Cada parell té únicament una

de les masses per test i les altres 39 les utilitza per l’entrenament. Per tant, classi-

ficarem cada massa fent servir la resta de masses com a model.



Caṕıtol 4

Resultats

En aquest caṕıtol s’exposen els resultats obtinguts a cada apartat del projecte.

4.1 Resultats de la segmentació

Un cop estudiats i implementats els mètodes de segmentació de Region Growing i

Level Set, cal comparar-ne els resultats. Primerament es realitzarà una comparativa

de les segmentacions obtingudes amb cada mètode i posteriorment es decidirà quin

dels dos ens ha donat millors resultats i intentarem justificar el perquè.

En aquest estudi s’han utilitzat les 40 regions d’interes seleccionades de la base

de dades MIAS segmentades pel mètode Region Growing amb llavor al centre i

criteri d’agregació de desviació i pel mètode Fast Marching.

4.1.1 Comparativa qualitativa

Un exemple d’aquests resultats són els de la figura 4.1, on podem comparar visual-

ment les segmentacions obtingudes amb els mètodes implementats i la que ja teńıem
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del radiòleg per les imatges mamogràfiques ‘rdb005ll.tif’, ‘rdb021ll.tif’, ‘rdb202rl.tif’

i ‘rdb270rm.tif’ de la nostra base de dades (observar apèndix B.1 per més exemples).

Figura 4.1: Resultats de la segmentació

Observant la figura podem veure com els resultats obtinguts amb el mètode

Fast Marching s’acosten més a la segmentació del radiòleg. La segmentació amb

l’algorisme Region Growing no és del tot satisfactòria. Si la massa té una intensitat

molt semblant a la de la resta de la imatge aquest mètode realitza una segmentació

errònia, augmentant la regió cap a la zona de nivell de gris més alt. Per altra banda

el segon mètode implementat no té aquesta tendència a expandir la regió, degut
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segurament a què el creixement és supervisat i l’usuari el pot aturar en el moment

més adequat.

4.1.2 Comparativa quantitativa

Després de realitzar una comparació subjectiva de les segmentacions, anem a com-

parar la qualitat dels dos mètodes implementats. Per això utilitzarem les regions

que els radiòlegs han seleccionat com a masses manualment i les segmentacions

obtingudes pels nostres mètodes.

Sobre aquestes regions s’estudiaran la superposició d’àrees AOM (Area Over-

lap Measure). Aquest estad́ıstic permet analitzar la similitud de dues zones difer-

ents. El seu valor ve donat per l’equació 4.1.

AOM(A,B) =
SA ∩ SB
SA ∪ SB

(4.1)

On les àrees SA i SB són les àrees de cadascuna de les regions a comparar.

Dues regions són iguals si el valor de AOM és proper a 1, en cas contrari el valor

de l’estad́ıstic serà més proper a 0.

A la taula 4.1 observem el valor de l’estad́ıstic anteriorment esmentat per cadas-

cuna de les 40 imatges i pels dos mètodes de segmentació. En color vermell les àrees

més grans de 0.7 i en color blau les més petites de 0.4. Podem veure clarament com

la segmentació amb Fast Marching obté molts millors resultats que no pas el Region

Growing.
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Àrea Overlap
Mamografia Region Growing Fast Marching

rdb001lm 0.5824 0.7310
rdb002rl 0.3635 0.7385
rdb005ll 0.6233 0.6887

rdb010rm 0.6866 0.8796
rdb012rl 0.6521 0.8324
rdb015lm 0.7588 0.8266
rdb017ls 0.6858 0.8148
rdb019ll 0.3945 0.2830
rdb021ll 0.4840 0.7545
rdb023ll 0.5573 0.8027
rdb025ll 0.4543 0.8426
rdb028rl 0.4911 0.8451
rdb069ll 0.3452 0.7348

rdb080rm 0.2575 0.5934
rdb091lm 0.4650 0.6415
rdb132rxa 0.7144 0.8400
rdb132rxb 0.6848 0.8650
rdb141lx 0.4352 0.5004
rdb142rx 0.5221 0.7822
rdb145lx 0.0910 0.6508
rdb148rx 0.4327 0.5171
rdb175lm 0.5058 0.6414
rdb178rs 0.4507 0.7996
rdb179ls 0.4439 0.5516
rdb181lm 0.3299 0.4966
rdb184rl 0.4481 0.8380
rdb186rs 0.4033 0.6908
rdb188rm 0.4525 0.6499
rdb190rl 0.3567 0.6506
rdb191ls 0.3740 0.7002
rdb193ll 0.2184 0.3716
rdb195ll 0.2263 0.5395

rdb198rm 0.5295 0.4154
rdb199lm 0.4287 0.7562
rdb202rl 0.5676 0.7224
rdb206rl 0.4251 0.6690

rdb244rm 0.4928 0.6870
rdb270rm 0.2704 0.5825
rdb290rs 0.3898 0.4689
rdb315ll 0.5631 0.6958

Taula 4.1: Àrea overlap de les 40 imatges
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Per poder comparar globalment els resultats de les dues segmentacions, calcu-

larem la mitjana i la desviació estàndard dels valors obtinguts a l’àrea de superposi-

ció. La mitjana ens informa de quina de les dues segmentacions obté resultats més

similars als del radiòleg, i la desviació estàndard ens informa de com de semblants

són els valors de l’àrea de superposició.

Estad́ıstic Region Growing Fast Marching
Mitjana 0.4640 0.6909

Desviació estàndard 0.1459 0.1323

Taula 4.2: Mitjanes i desviació estàndard de l’àrea overlap

Observant els resultats confirmem que el mètode Fast Marching obté segmenta-

cions més similars a les del radiòleg.

4.2 Conclusions de la segmentació

Arribats a aquest punt, ja podem extreure conclusions dels resultats obtinguts amb

els mètodes de segmentació Region Growing i Fast Marching implementats en aquest

PFC.

Comparant les segmentacions hem vist que el Fast Marching ens dóna millors

resultats, degut possiblement a què ha d’estar supervisat i per tant el creixement

de la regió s’atura quan nosaltres ho creiem oportú. Aix́ı doncs és aconsellable

que aquest mètode l’utilitzi un expert en anàlisis de mamografies, per obtenir uns

resultats més òptims.

Per altra banda tenim el mètode Region Growing. Encara que ens dóna resultats

més dolents que l’anterior, trobem que per imatges amb un alt contrast entre la

massa i la resta de teixit mamari realitza una bona segmentació i a part, és totalment

automàtic. El problema ve donat per les mamografies amb poc contrast, on el nivell
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de gris és bastant homogeni per tota la imatge i agrega més ṕıxels a la regió dels

que realment són de la massa.

Els resultats ens mostren que realitzar una bona segmentació de les masses fent

servir únicament informació de nivell de gris és molt complicat, degut a què hi ha un

nombre de masses en les quals el nivell de gris varia de manera substancial dins de

la regió. El radiòleg és capaç de segmentar-les correctament mentre que els mètodes

automàtic no en són capaços.

4.3 Resultats de la diagnosi de masses

Tot seguit s’exposen els resultats de l’execució dels algorismes de caracterització i

classificació. Per cada segmentació (metge, región growing i fast marching) s’ensen-

yarà una taula amb el percentatge d’encert per cadascun dels tipus de caracteŕıstiques

i pels diferents classificadors.

Després de realitzar diverses proves s’ha observat que l’àrea de la massa té un

valor molt més gran que la resta de mesures. Això provoca errors a l’hora de classi-

ficar i per tant s’ha exclòs de les caracteŕıstiques de forma utilitzades. A més, hem

vist que el criteri mèdic el que realment té en compte és la progressió de la massa i

no la mida en si mateixa.

Resumint, s’estudiaran els resultats de classificació de les 40 masses. Per una

banda amb les seves 50 caracteŕıstiques i per l’altra utilitzant el feature selection

(explicat al caṕıtol anterior) que seleccionarà les caracteŕıstiques amb millor resultat

de classificació. Això si, utilitzant sempre 4 classificadors diferents.

4.3.1 Avaluació dels resultats de la classificació

Per avaluar la qualitat de la classificació calcularem la matriu de confusió. Aquesta

matriu és una eina de visualització que ens permetrà analitzar el tant per cent
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d’encert de cada classificador. Es construeix utilitzant els conceptes de true positive,

true negative, false positive i false negative:

• true positive(TP): massa classificada correctament com a benigne.

• true negative(TN): massa classificada correctament com a maligne.

• false positive(FP): massa classificada erròniament com a benigne.

• false negative(FN): massa classificada erròniament com a maligne.

I es representa com:

Classificació Benigne Maligne
Benigne true positive false negative
Maligne false positive true negative

Taula 4.3: Exemple matriu de confusió

Per tant, la diagonal mostra els casos ben classificats. El tant per cent d’encert

vindrà donat per la següent equació:

percentatge =
TP + TN

TP + TN + FP + FN
∗ 100 (4.2)

En el nostre cas, el denominador valdrà 40.

4.3.2 Resultats classificació segmentació metge

En aquest primer apartat de resultats analitzarem les proves de classificació real-

itzades amb la segmentació del radiòleg. A continuació es mostra una taula amb els

resultats obtinguts utilitzant totes les caracteŕıstiques:
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Caracteŕıstiques
Classificadors Intensitat Forma Textura Contorn Totes

fisherc 62,5% 67,5% 70% 55% 70%
knnc 57,5% 67,5% 75% 65% 55%
treec 62,5% 62,5% 52,5% 50% 57,5%
svc 70% 70% 60% 67,5% 50%

Taula 4.4: Resum de tant per cent d’encert a la classificació amb la segmentació del
metge

Observant la taula veiem que el millor resultat és del 75%, obtingut pel knnc i

caracteŕıstiques de textura. També veiem que el classificador svc té un tant per-

cent d’encert molt elevat. Però s’ha de vigilar, ja que en ambdós casos la gran

majoria de masses són classificades com a benignes. Per exemple utilitzant totes

les caracteŕıstiques obtenim un 50% d’encert, però la seva matriu de confusió és la

següent:

Metge/Classificador Benigne Maligne
Benigne 19 9
Maligne 11 1

Taula 4.5: Matriu confusió 1

Per altra banda observem que les caracteŕıstiques de forma també tenen un bon

tant per cent d’encert, però de nou presenten problemes per classificar les masses

malignes.

El classificador que millors resultats ens ha donat és el fisherc. Combinant totes

les caracteŕıstiques obté un 70% d’encert, i té la següent matriu de confusió:

Metge/Classificador Benigne Maligne
Benigne 18 10
Maligne 2 10

Taula 4.6: Matriu confusió 2
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Cal destacar també de la taula 4.4, que no sempre la combinació de moltes

caracteŕıstiques presenta el millor resultat.

Per millorar-los utilitzem el procés de selecció de caracteŕıstiques SFFS. Amb el

vector de 50 caracteŕıstiques, obtenim els següents tants per cent d’encert:

Classificadors Encert
fisherc 62,5%
knnc 85%
treec 72,5%
svc 62,5%

Taula 4.7: Tant percent d’encert a la classificació amb la segmentació del metge i
utilitzant SFFS

En aquest cas, del vector de 50 caracteŕıstiques el SFFS n’ha escollit 9. Una

caracteŕıstica d’intensitat (desviació estàndard de l’interior de la massa), una de

textura (contrast de la massa) i set de contorn (desviació erode5, desviació erode4,

desviació erode2, desviació dilate1, desviació dilate2, desviació dilate3 i contrast3).

Ara el millor classificador és el knnc amb la següent matriu de confusió:

Metge/Classificador Benigne Maligne
Benigne 26 2
Maligne 4 8

Taula 4.8: Matriu confusió 3

4.3.3 Resultats classificació segmentació Region Growing

En aquest segon apartat de resultats analitzarem les proves de classificació real-

itzades amb la segmentació del mètode Region Growing. A continuació es presenta

una taula amb els resultats obtinguts utilitzant totes les caracteŕıstiques:
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Caracteŕıstiques
Classificadors Intensitat Forma Textura Contorn Totes

fisherc 65% 62,5% 72,5% 60% 72,8%
knnc 55% 50% 47,5% 55% 52,5%
treec 67,5% 55% 72,5% 60% 50%
svc 70% 70% 60% 77,5% 65%

Taula 4.9: Resum de tant per cent d’encert a la classificació amb la segmentació
obtinguda del Region Growing

Observant la taula veiem que en aquest cas el classificador svc és també el que

té un tant percent d’encert més elevat. Però ara la classificació no és tant dolenta

com l’anterior, sobretot utilitzant només les caracteŕıstiques de textura que obté un

77,5% i una matriu de confusió:

Metge/Classificador Benigne Maligne
Benigne 25 3
Maligne 6 6

Taula 4.10: Matriu de confusió 4

Amb les caracteŕıstiques de forma tenim el mateix problema, classifica la gran

majoria de masses com a benignes. En aquest cas les caracteŕıstiques que millor

resultats ens han donat han estat les de textura i contorn.

Per altra banda, el classificador que millors resultats ens ha donat és un altre

vegada fisherc. Utilitzant totes les caracteŕıstiques obté un 72,8% d’encert, i té la

següent matriu de confusió:

Metge/Classificador Benigne Maligne
Benigne 21 7
Maligne 4 8

Taula 4.11: Matriu de confusió 5



CAPÍTOL 4. RESULTATS 81

Té un tant per cent d’encert menor que el svc, però classifica millor les masses

malignes.

Si utilitzem el procés de selecció de caracteŕıstiques SFFS, amb el vector de 50

caracteŕıstiques, obtenim els següents tants per cent d’encert:

Classificadors Encert
fisherc 67,5%
knnc 87,5%
treec 72,5%
svc 60%

Taula 4.12: Tant percent d’encert a la classificació amb la segmentació del Region
Growing i utilitzant SFFS

En aquest cas, del vector de 50 caracteŕıstiques el SFFS n’ha escollit 5. Una

caracteŕıstica de forma (circularitat), una de textura (ratio entre les mitjanes d’inten-

sitats internes i externes de la massa) i tres de contorn (desviació erode3, desviació

dilate5 i contrast1).

Veiem que novament el millor classificador és el knnc amb una matriu de confusió:

Metge/Classificador Benigne Maligne
Benigne 27 1
Maligne 4 8

Taula 4.13: Matriu de confusió 6

4.3.4 Resultats classificació segmentació Fast Marching

Finalment, analitzarem les proves de classificació realitzades amb la segmentació

obtinguda amb el mètode Fast Marching. A continuació es mostra una taula amb

els resultats obtinguts utilitzant totes les caracteŕıstiques:
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Caracteŕıstiques
Classificadors Intensitat Forma Textura Contorn Totes

fisherc 70% 67,5% 65% 47,5% 75%
knnc 60% 55% 72,5% 60% 60%
treec 60% 62,5% 62,5% 70% 57,5%
svc 70% 70% 70% 75% 70%

Taula 4.14: Resum de tant per cent d’encert a la classificació amb la segmentació
obtinguda del Fast Marching

Observant la taula veiem que en aquest cas el classificador fisherc té un tant

per cent d’encert molt elevat si utilitza totes les caracteŕıstiques. Per altra banda

tenim el svc que també té un bon tant per cent, però classifica malament les masses

malignes. Per exemple utilitzant únicament les caracteŕıstiques de contorn té un

75% d’encert però la seva matriu de confusió és:

Metge/Classificador Benigne Maligne
Benigne 27 1
Maligne 9 3

Taula 4.15: Matriu de confusió 7

Amb les caracteŕıstiques de forma tenim el mateix problema de no classificar

correctament les masses malignes. En aquest cas les caracteŕıstiques de contorn són

les que ens donen millor resultats, però si utilitzem totes les caracteŕıstiqus encara

obtenim millors resultats.

El classificador que millors resultats ens ha donat és el fisherc. Utilitzant totes

les caracteŕıstiques obté un 75% d’encert, i té la següent matriu de confusió:

Metge/Classificador Benigne Maligne
Benigne 20 8
Maligne 2 10

Taula 4.16: Matriu de confusió 8
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Si utilitzem el procés de selecció de caracteŕıstiquesSFFS, amb el vector de 50

caracteŕıstiques, obtenim els següents tants per cent d’encert:

Classificadors Encert
fisherc 70%
knnc 85%
treec 65%
svc 62,5%

Taula 4.17: Tant percent d’encert a la classificació amb la segmentació del Fast
Marching i utilitzant SFFS

En aquest cas, del vector de 50 caracteŕıstiques el SFFS n’ha escollit 9. Una car-

acteŕıstica de forma (circularitat) i vuit de contorn (mitjana dilate1, mitjana dilate2,

mitjana dilate3, mitjana dilate4, mitjana dilate5, contrast2, contrast3 i isodense2).

Novament el millor classificador és el knnc amb una matriu de confusió:

Metge/Classificador Benigne Maligne
Benigne 27 1
Maligne 5 7

Taula 4.18: Matriu de confusió 9
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4.4 Conclusions de la classificació

Després de realitzar la classificació amb diferents mètodes, a arribat l’hora d’extreure

conclusions dels resultats obtinguts (observar annex b per més exemples).

Si analitzem els resultats de cada conjunt de caracteŕıstiques per separat, trobem

que les caracteŕıstiques de forma i intensitat tendeixen a classificar les masses com a

benignes. En canvi les de textura i contorn (depenent de la segmentació utilitzada)

ens realitzen una classificació més acurada i s’apropen més al diagnòstic del metge.

Si utilitzem les 50 caracteŕıstiques, la classificació de masses malignes és molt

més fiable. Segons les proves realitzades el classificador que millors resultats ens

a donat a estat el fisherc, sempre i quan s’utilitzin totes les caracteŕıstiques. En

cas d’utilitzar una selecció de caracteŕıstiques el millor classificador passa a ser el

knnc (degut segurament a què el criteri de selecció es basa en el mateix principi). A

l’apartat B.2 es mostren tots els resultats obtinguts utilitzant aquest classificador i

la selecció de caracteŕıstiques. El SFFS selecciona majoritàriament caracteŕıstiques

relacionades amb el contorn, deixant de banda sobretot les de intensitat.

Finalment si analitzem els resultats extrets per cadascuna de les segmentacions

obtenim que la millor classificació ha estat amb les segmentacions de l’algorisme

region growing, tot i que la diferència amb les altres segmentacions és poc rellevant.



Caṕıtol 5

Conclusions i treballs futurs

Arribat al final del PFC és el moment de valorar el treball realitzat, extreuren

conclusions i plantejar futurs treballs de millora o ampliació per continuar treballant

amb el tema iniciat en aquest projecte.

5.1 Conclusions

A l’inici del projecte vam establir una planificació i un seguit d’objectius a assolir.

Per una part hav́ıem d’implementar mètodes de segmentació que detectessin acu-

radament el contorn de la massa en una regió d’interès. S’han estudiat i implementat

dos algorismes de segmentació, Region Growing i Fast Marching. El primer és au-

tomàtic però té problemes amb les imatges de poc contrast. En canvi el segon és

semi-automàtic (necessita algú que l’aturi) però realitza unes segmentacions més

acurades.

El segon objectiu era extreure caracteŕıstiques de les masses. A partir de la

segmentació del radiòleg i els resultats dels algorismes anteriors s’han extret 51

caracteŕıstiquesde cadascuna de les 40 imatges. Deu de forma, tres d’intensitat,

vint-i-set de contorn i onze de textura.
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I finalment utilitzant les caracteŕıstiques anteriors s’ha realitzat una classificació

de les masses, segons el seu diagnòstic (benigne o maligne). La millor classificació

obtinguda a estat amb les segmentacions del mètode Region Growing (cosa ini-

cialment impensable, pels seus resultats de segmentació), utilitzant el classificador

knnc i realitzant prèviament una selecció de les millors caracteŕıstiques. Tot i això,

els resultats obtinguts amb les segmentacions del mètode Fast Marching són molt

semblants.

A més a més dels objectius inicials, al llarg del projecte s’han adquirit diversos

coneixements sobre les diferents eines utilitzades com el Matlab i l’editor de textos

LATEX. S’ha estudiat la teoria dels mètodes de segmentació i classificació de masses

per entendre que fan en cada moment i posteriorment implementar-los en Matlab.

També s’ha aprés a analitzar documentació tècnica i aix́ı extreure’n informació útil

pel projecte.

En resum, hem analitzat, dissenyat i implementat una eina d’ajuda al radiòleg

per tal de diagnosticar, com a benigne o maligne, una regió d’interés que conté una

massa. També hem aprés a realitzar un projecte informàtic seguint una planificació

i objectius inicials. Personalment crec que els resultats finals han estat satisfac-

toris, encara que com en tots els projectes de recerca queden molts punts per seguir

investigant.

5.2 Treballs futurs

Durant el desenvolupament del projecte ens hem adonat de diverses possibilitats

d’ampliació i millora d’alguns camps del nostre projecte. A continuació s’exposen

propostes a tenir en compte en projectes futurs:

• Pre-processat de la imatge mamogràfica, per reduir soroll i realçar el contorn

de les masses.
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• Modificació dels algorismes de segmentació per detectar les masses a qualsevol

punt de la imatge i no només al centre.

• Anàlisi i implementació de l’aturada de l’algorisme de segmentació Fast March-

ing.

• Buscar estad́ıstics que caracteritzin millor les masses, buscar nous classifi-

cadors i aix́ı realitzar una millor classificació.

• Implementar una interf́ıcie de classificació automàtica de masses. Primerament

en Matlab i posteriorment en diferents llenguatges de programació que no

necessitin una instal·lació de software prèvia.



Apèndix A

Manual d’usuari de la toolbox de Matlab

Aquest annex és un manual d’usuari de la toolbox de Matlab creada en aquest

projecte.

El procés utilitzat per realitzar el diagnòstic de les masses es divideix en tres

parts: segmentació, caracterització i classificació. A la taula A.1 es mostren els

mètodes implementats per cada procés.

Segmentació Caracterització Classificació
RegionGrowingDesviacio cantonada() CaracteritzacioMetge() Classificacio()

RegionGrowingDesviacio centre() CaracteritzacioRG()
RegionGrowingDesviacio blanc() CaracteritzacioFM()

RegionGrowingInt cantonada(llindar) textura=coocStatics(I,O)
RegionGrowingInt centre(llindar) contorn=contorns(I,seg)
RegionGrowingInt blanc(llindar) moments=hu(seg)

fastMarching mamo()
U=calcular gradient(centre,U,pot)

Taula A.1: Resum dels mètodes implementats al projecte
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A.1 Segmentació per Region Growing

Funcions i scripts utilitzats per realitzar proves amb el mètode de segmentació Re-

gion Growing.

A.1.1 RegionGrowingDesviacio cantonada

RegionGrowingDesviacio cantonada()

Script que executa l’algorisme de segmentació Region Growing amb la llavor a

la cantonada i criteri d’agregació de desviació per totes les imatges d’un directori.

Guarda al mateix directori el resultat de la segmentació per cada massa.

A.1.2 RegionGrowingDesviacio centre

RegionGrowingDesviacio centre()

Script que executa l’algorisme de segmentació Region Growing amb la llavor al

centre i criteri d’agregació de desviació per totes les imatges d’un directori. Guarda

al mateix directori el resultat de la segmentació per cada massa.

A.1.3 RegionGrowingDesviacio blanc

RegionGrowingDesviacio blanc()

Script que executa l’algorisme de segmentació Region Growing amb la llavor al

ṕıxel amb intensitat més alta i criteri d’agregació de desviació per totes les imatges

d’un directori. Guarda al mateix directori el resultat de la segmentació per cada

massa.
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A.1.4 RegionGrowingInt centre

RegionGrowingInt centre(x)

Funció que executa l’algorisme de segmentació Region Growing amb la llavor al

centre i criteri d’agregació d’intensitat per totes les imatges d’un directori. Entrem

el llindar (x) per paràmetre. Guarda al mateix directori el resultat de la segmentació

per cada massa.

A.1.5 RegionGrowingInt cantonada

RegionGrowingInt cantonada(x)

Funció que executa l’algorisme de segmentació Region Growing amb la llavor a

la cantonada i criteri d’agregació d’intensitat per totes les imatges d’un directori.

Entrem el llindar (x) per paràmetre. Guarda al mateix directori el resultat de la

segmentació per cada massa.

A.1.6 RegionGrowingInt blanc

RegionGrowingInt blanc(x)

Funció que executa l’algorisme de segmentació Region Growing amb la llavor al

ṕıxel amb intensitat més alta i criteri d’agregació d’intensitat per totes les imatges

d’un directori. Entrem el llindar (x) per paràmetre. Guarda al mateix directori el

resultat de la segmentació per cada massa.



APÈNDIX A. MANUAL D’USUARI DE LA TOOLBOX DE MATLAB91

A.2 Segmentació per Level Sets

Funcions i scripts utilitzats per realitzar proves amb el mètode de segmentació Level

Sets.

A.2.1 fastMarching mamo

fastMarching mamo()

Script que executa l’algorisme de segmentació Fast Marching per totes les imat-

ges d’un directori. Guarda al mateix directori el resultat de la segmentació per cada

massa.

A.2.2 calcular gradient

U=calcular gradient(centre,U,pot)

Funció que calcula el gradient per tots els vëıns de centre que estiguin etiquetats

com a trial. Entrem com a paràmetres: el ṕıxel a tractar (centre), la imatge de

potencial (pot) i el gradient (U). Després d’executar la funció, ens retornara el

gradient (U).

A.3 Caracterització

Funcions i scripts utilitzats per extreure caracteŕıstiques de les masses segmentades.

A.3.1 CaracteritzacioMetge

CaracteritzacioMetge()

Script que calcula caracteŕıstiques de forma, intensitat, textura i contorn de totes

les imatges segmentades per un metge d’un directori. Guarda al mateix directori el
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vector de caracteŕıstiques de totes les masses i vector de les etiquetes posades pel

radiòleg.

A.3.2 CaracteritzacioRG

CaracteritzacioRG()

Script que calcula caracteŕıstiques de forma, intensitat, textura i contorn de

totes les imatges segmentades pel mètode Region Growing d’un directori. Guarda

al mateix directori el vector de caracteŕıstiques de totes les masses i vector de les

etiquetes posades pel radiòleg. Només es diferencien entre elles pel conjunt d’imatges

que utilitzen.

A.3.3 CaracteritzacioFM

CaracteritzacioFM()

Script que calcula caracteŕıstiques de forma, intensitat, textura i contorn de totes

les imatges segmentades pel mètode Fast Marching d’un directori. Guarda al mateix

directori el vector de caracteŕıstiques de totes les masses i vector de les etiquetes

posades pel radiòleg. Només es diferencien entre elles pel conjunt d’imatges que

utilitzen.

A.3.4 coocStatistics

textura=coocStatistics(I,O)

Funció utilitzada per extreure caracteŕıstiques de textura de la imatge I. Tenim

com a paràmetres d’entrada la imatge (I) i l’orientació de la matriu de co-ocurrència

(O). Com a resultat obtenim un vector amb totes les caracteŕıstiques de textura.
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A.3.5 contorn

contorns=contorn(I,seg)

Funció utilitzada per extreure caracteŕıstiques del contorn d’una imatge. Tenim

com a paràmetres d’entrada la imatge (I) i la segmentació d’aquesta (seg). Com a

resultat obtenim un vector amb totes les caracteŕıstiques de contorn.

A.3.6 hu

moments=hu(seg)

Funció utilitzada per calcular els moments de Hu d’una imatge. Tenim com a

paràmetres d’entrada la imatge segmentada. Com a resultat obtenim un vector amb

els 7 moments de Hu.

A.4 Classificació

Funcions i scripts utilitzats per classificar i realitzar el diagnòstic de les imatges

mamografiques.
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A.4.1 Classificacio

Classificacio()

Script utilitzat per classificar. Carrega a memòria el vector de caracteŕıstiques

i les etiquetes del radiòleg. Utilitza un dels classificadors del PRTools de la Delft

University of Technology ja implementats en Matlab. També fem servir els mètodes:

• featselp: feature selection.

• crossval : utilitza un dels classificadors anteriors per classificar.

• confmat : crea la matriu de confusió amb el resultat de la classificació.



Apèndix B

Resum de resultats

En aquest apartat es realitza un resum dels resultats de segmentació i classificació

obtinguts per cadascuna de les 40 masses de la base de dades.

B.1 Resultats segmentació

Per cada imatge es mostrara la imatge mamogràfica original, la segmentació manual

del metge, la segmentació obtinguda pel mètode Region Growing i la obtinguda pel

mètode Fast Marching.

Aix́ı doncs tindrem una figura com la següent per cadascuna de les 40 masses:

95
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Imatge rdb001lm

Imatge rdb002rl

Imatge rdb005ll

Imatge rdb010rm
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Imatge rdb012rl

Imatge rdb015lm

Imatge rdb017ls

Imatge rdb019ll
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Imatge rdb021ll

Imatge rdb023ll

Imatge rdb025ll

Imatge rdb028rl
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Imatge rdb069ll

Imatge rdb080rm

Imatge rdb091lm

Imatge rdb132rxa
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Imatge rdb132rxb

Imatge rdb141lx

Imatge rdb142rx

Imatge rdb145lx
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Imatge rdb148rx

Imatge rdb175lm

Imatge rdb178rs

Imatge rdb179ls
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Imatge rdb181lm

Imatge rdb184rl

Imatge rdb186rs

Imatge rdb188rm
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Imatge rdb190rl

Imatge rdb191ls

Imatge rdb193ll

Imatge rdb195ll
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Imatge rdb198rm

Imatge rdb199lm

Imatge rdb202rl

Imatge rdb206rl
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Imatge rdb244rm

Imatge rdb270rm

Imatge rdb290rs

Imatge rdb315ll
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B.2 Resultats Classificació

A continuació es mostra una taula amb el vector resultant de les classificacions més

significatives.

De totes les proves realitzades, observem que realitzant una selecció de carac-

teŕıstiques obtenim millors resultats que utilitzant-les totes. A continuació es mostra

una taula on es pot realitzar una comparació del diagnòstic del metge amb l’obtingut

pels millors classificadors. Observem marcats de color vermell les masses mal clas-

sificades.
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Classificador knnc utilitzant el SFFS
Massa Diagnòstic

metge
Segmentació
metge

Segmentació
Region
Growing

Segmentació
Fast March-
ing

rdb001lm B B B B
rdb002rl B B B B
rdb005ll B B B B
rdb010rm B B B B
rdb012rl B B B B
rdb015lm B M B B
rdb017ls B B B B
rdb019ll B B B B
rdb021ll B B B B
rdb023ll M B M M
rdb025ll B B B B
rdb028rl M M B M
rdb069ll B B B B
rdb080rm B B B B
rdb091lm B B B B
rdb132rxa B B B B
rdb132rxb B B B M
rdb141lx M M B B
rdb142rx B B B B
rdb145lx B B B B
rdb148rx M M M B
rdb175lm B B B B
rdb178rs M M M M
rdb179ls M M B M
rdb181lm M M M M
rdb184rl M B M M
rdb186rs M M B B
rdb188rm B B B B
rdb190rl B B B B
rdb191ls B M M B
rdb193ll B B B B
rdb195ll B B B B
rdb198rm B B B B
rdb199lm B B M B
rdb202rl M M M B
rdb206rl M B B M
rdb244rm B B M B
rdb270rm M B B B
rdb290rs B B B B
rdb315ll B B B B
Encert 85% 87,5% 85%

Taula B.1: Resum dels resultats de les millors classificacions
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